

    
      
          
            
  
欢迎来到 MMClassification 中文教程！


开始你的第一步


	依赖环境

	安装






教程


	使用现有模型推理

	准备数据集

	训练与测试

	学习配置文件

	如何微调模型






实用工具


	数据集可视化

	优化器参数策略可视化

	类别激活图（CAM）可视化

	打印完整配置文件

	数据集验证

	日志分析工具

	模型复杂度分析

	TorchServe 部署






进阶教程


	添加新数据集

	自定义数据处理流程（待更新）

	自定义模型

	自定义训练优化策略

	自定义运行参数

	自定义评估指标（待更新）

	数据流（待更新）

	MMCLS 中的约定






模型库


	模型库统计

	ArcFace

	BEiT

	BEiT V2

	CLIP

	Conformer

	ConvMixer

	ConvNeXt

	ConvNeXt V2

	CSPNet

	CSRA

	DaViT

	DeiT

	DeiT III: Revenge of the ViT

	DenseNet

	EdgeNeXt

	EfficientFormer

	EfficientNet

	EfficientNetV2

	EVA

	HorNet

	HRNet

	Inception V3

	LeViT

	MixMIM

	Mlp-Mixer

	MobileNet V2

	MobileNet V3

	MobileOne

	MobileVit

	MViT V2

	PoolFormer

	RegNet

	RepLKNet

	RepMLP

	RepVGG

	Res2Net

	ResNet

	ResNeXt

	Reversible Vision Transformers

	SE-ResNet

	ShuffleNet V1

	ShuffleNet V2

	Swin Transformer

	Swin Transformer V2

	Tokens-to-Token ViT

	TinyViT

	TNT

	Twins

	Visual Attention Network

	VGG

	VIG

	Vision Transformer

	Wide-ResNet

	XCiT






迁移指南


	从 MMClassification 0.x 迁移






API 参考文档


	mmcls.apis

	mmcls.engine

	mmcls.datasets

	数据处理

	mmcls.models

	mmcls.structures

	mmcls.visualization

	mmcls.evaluation

	mmcls.utils






其他说明


	参与贡献 OpenMMLab

	基于 MMClassification 的项目列表（待更新）

	Changelog

	常见问题









切换语言


	English [https://mmclassification.readthedocs.io/en/1.x/]

	简体中文 [https://mmclassification.readthedocs.io/zh_CN/1.x/]







索引与表格


	索引


	搜索页面







            

          

      

      

    

  

    
      
          
            
  
依赖环境

在本节中，我们将演示如何准备 PyTorch 相关的依赖环境。

MMClassification 适用于 Linux、Windows 和 macOS。它需要 Python 3.7+、CUDA 9.2+ 和 PyTorch 1.6+。


备注

如果你对配置 PyTorch 环境已经很熟悉，并且已经完成了配置，可以直接进入下一节。
否则的话，请依照以下步骤完成配置。



第 1 步 从官网 [https://docs.conda.io/en/latest/miniconda.html]下载并安装 Miniconda。

第 2 步 创建一个 conda 虚拟环境并激活它。

conda create --name openmmlab python=3.8 -y
conda activate openmmlab





第 3 步 按照官方指南 [https://pytorch.org/get-started/locally/]安装 PyTorch。例如：

在 GPU 平台：

conda install pytorch torchvision -c pytorch






警告

以上命令会自动安装最新版的 PyTorch 与对应的 cudatoolkit，请检查它们是否与你的环境匹配。



在 CPU 平台：

conda install pytorch torchvision cpuonly -c pytorch







安装

我们推荐用户按照我们的最佳实践来安装 MMClassification。但除此之外，如果你想根据
你的习惯完成安装流程，也可以参见自定义安装一节来获取更多信息。


最佳实践

根据具体需求，我们支持两种安装模式：


	从源码安装（推荐）：希望基于 MMClassification 框架开发自己的图像分类任务，需要添加新的功能，比如新的模型或是数据集，或者使用我们提供的各种工具。


	作为 Python 包安装：只是希望调用 MMClassification 的 API 接口，或者在自己的项目中导入 MMClassification 中的模块。





从源码安装

这种情况下，从源码按如下方式安装 mmcls：

git clone -b 1.x https://github.com/open-mmlab/mmclassification.git
cd mmclassification
pip install -U openmim && mim install -e .






备注

"-e" 表示以可编辑形式安装，这样可以在不重新安装的情况下，让本地修改直接生效





作为 Python 包安装

直接使用 mim 安装即可。

pip install -U openmim && mim install "mmcls>=1.0rc0"






备注

mim 是一个轻量级的命令行工具，可以根据 PyTorch 和 CUDA 版本为 OpenMMLab 算法库配置合适的环境。同时它也提供了一些对于深度学习实验很有帮助的功能。






验证安装

为了验证 MMClassification 的安装是否正确，我们提供了一些示例代码来执行模型推理。

第 1 步 我们需要下载配置文件和模型权重文件

mim download mmcls --config resnet50_8xb32_in1k --dest .





第 2 步 验证示例的推理流程

如果你是从源码安装的 mmcls，那么直接运行以下命令进行验证：

python demo/image_demo.py demo/demo.JPEG resnet50_8xb32_in1k.py resnet50_8xb32_in1k_20210831-ea4938fc.pth --device cpu





你可以看到命令行中输出了结果字典，包括 pred_label，pred_score 和 pred_class 三个字段。

如果你是作为 Python 包安装，那么可以打开你的 Python 解释器，并粘贴如下代码：

from mmcls import get_model, inference_model

model = get_model('resnet18_8xb32_in1k', device='cpu')  # 或者 device='cuda:0'
inference_model(model, 'demo/demo.JPEG')





你会看到输出一个字典，包含预测的标签、得分及类别名。


备注

以上示例中，resnet18_8xb32_in1k 是模型名称。你可以使用 mmcls.list_models 接口来
浏览所有的模型，或者在模型汇总页面进行查找。





自定义安装


CUDA 版本

安装 PyTorch 时，需要指定 CUDA 版本。如果您不清楚选择哪个，请遵循我们的建议：


	对于 Ampere 架构的 NVIDIA GPU，例如 GeForce 30 series 以及 NVIDIA A100，CUDA 11 是必需的。


	对于更早的 NVIDIA GPU，CUDA 11 是向前兼容的，但 CUDA 10.2 能够提供更好的兼容性，也更加轻量。




请确保你的 GPU 驱动版本满足最低的版本需求，参阅这张表 [https://docs.nvidia.com/cuda/cuda-toolkit-release-notes/index.html#cuda-major-component-versions__table-cuda-toolkit-driver-versions]。


备注

如果按照我们的最佳实践进行安装，CUDA 运行时库就足够了，因为我们提供相关 CUDA 代码的预编译，你不需要进行本地编译。
但如果你希望从源码进行 MMCV 的编译，或是进行其他 CUDA 算子的开发，那么就必须安装完整的 CUDA 工具链，参见
NVIDIA 官网 [https://developer.nvidia.com/cuda-downloads]，另外还需要确保该 CUDA 工具链的版本与 PyTorch 安装时
的配置相匹配（如用 conda install 安装 PyTorch 时指定的 cudatoolkit 版本）。





在 CPU 环境中安装

MMClassification 可以仅在 CPU 环境中安装，在 CPU 模式下，你可以完成训练、测试和模型推理等所有操作。



在 Google Colab 中安装

参考 Colab 教程 [https://colab.research.google.com/github/mzr1996/mmclassification-tutorial/blob/master/1.x/MMClassification_tools.ipynb] 安装即可。



通过 Docker 使用 MMClassification

MMClassification 提供 Dockerfile [https://github.com/open-mmlab/mmclassification/blob/master/docker/Dockerfile]
用于构建镜像。请确保你的 Docker 版本 [https://docs.docker.com/engine/install/] >=19.03。

# 构建默认的 PyTorch 1.8.1，CUDA 10.2 版本镜像
# 如果你希望使用其他版本，请修改 Dockerfile
docker build -t mmclassification docker/





用以下命令运行 Docker 镜像：

docker run --gpus all --shm-size=8g -it -v {DATA_DIR}:/mmclassification/data mmclassification








故障解决

如果你在安装过程中遇到了什么问题，请先查阅常见问题。如果没有找到解决方法，可以在 GitHub
上提出 issue [https://github.com/open-mmlab/mmclassification/issues/new/choose]。





            

          

      

      

    

  

    
      
          
            
  
使用现有模型推理

MMClassification 在 Model Zoo 中提供了用于分类的预训练模型。
本说明将展示如何使用现有模型对给定图像进行推理。

至于如何在标准数据集上测试现有模型，请看这个指南


推理单张图片

MMClassification 为图像推理提供高级 Python API：


	get_model: 根据名称获取一个模型。


	init_model: 根据配置文件和权重文件初始化一个模型。


	inference_model：对给定图片进行推理。




下面是一个示例，如何使用一个 ImageNet-1k 预训练权重初始化模型并推理给定图像。


备注

可以运行 wget https://github.com/open-mmlab/mmclassification/raw/master/demo/demo.JPEG 下载样例图片，或使用其他图片。



from mmcls import get_model, inference_model

img_path = 'demo.JPEG'   # 可以指定自己的图片路径

# 构建模型
model = get_model('resnet50_8xb32_in1k', pretrained=True, device="cpu")  # `device` 可以为 'cuda:0'
# 执行推理
result = inference_model(model, img_path)





result 为一个包含了 pred_label, pred_score, pred_scores 和 pred_class的字典，结果如下:

{"pred_label":65,"pred_score":0.6649366617202759,"pred_class":"sea snake", "pred_scores": [..., 0.6649366617202759, ...]}





演示可以在 demo/image_demo.py [https://github.com/open-mmlab/mmclassification/blob/1.x/demo/image_demo.py] 中找到。





            

          

      

      

    

  

    
      
          
            
  
准备数据集

目前 MMClassification 所支持的数据集有：


	CustomDataset


	ImageNet


	CIFAR


	MINIST


	OpenMMLab 2.0 标准数据集


	其他数据集


	数据集包装




如果你使用的数据集不在以上所列公开数据集中，需要转换数据集格式来适配 CustomDataset。


CustomDataset

CustomDataset 是一个通用的数据集类，供您使用自己的数据集。目前 CustomDataset 支持以下两种方式组织你的数据集文件：


子文件夹方式

文件夹格式通过文件来区别图片的类别，如下， class_1 和 class_2 就代表了区分了不同的类别。

data_prefix/
├── class_1
│   ├── xxx.png
│   ├── xxy.png
│   └── ...
├── class_2
│   ├── 123.png
│   ├── 124.png
│   └── ...





假如你希望将之用于训练，那么配置文件中需要添加以下配置：

train_dataloader = dict(
    ...
    # 训练数据集配置
    dataset=dict(
        type='CustomDataset',
        data_prefix='path/to/data_prefix',
        pipeline=...
    )
)







标注文件方式

标注文件格式主要使用文本文件来保存类别信息，data_prefix 存放图片，ann_file 存放标注类别信息。

如下案例，dataset 目录如下：

data_root/
├── meta/
│   ├── ann_file
│   └── ...
├── data_prefix/
│   ├── folder_1
│   │   ├── xxx.png │   │   ├── xxy.png
│   │   └── ...
│   ├── 123.png
│   ├── nsdf3.png
│   └── ...





标注文件 ann_file 内为普通文本，分为两列，第一列为图片路径，第二列为类别的序号。如下：

folder_1/xxx.png 0
folder_1/xxy.png 1
123.png 1
nsdf3.png 2
...






备注

类别序号的值应当在 [0, num_classes - 1] 范围的整数。



另外还需要数据集配置文件中指定 classes 字段，如：

train_dataloader = dict(
    ...
    # 训练数据集配置
    dataset=dict(
        type='CustomDataset',
        ann_file='path/to/ann_file_path',
        data_prefix='path/to/images',
        classes=['A', 'B', 'C', 'D', ...]
        pipeline=...,
    )
)






备注

如果指定了 ‘ann_file’， 则通过 ‘ann_file’ 得到标注信息；否则，按照子文件夹格式处理。






ImageNet

ImageNet 有多个版本，但最常用的一个是 ILSVRC 2012 [http://www.image-net.org/challenges/LSVRC/2012/]。 可以通过以下步骤使用它。


	注册一个帐户并登录到下载页面 [http://www.image-net.org/download-images]。


	找到ILSVRC2012的下载链接，下载以下两个文件：


	ILSVRC2012_img_train.tar (~138GB)


	ILSVRC2012_img_val.tar (~6.3GB)






	解压已下载的图片。


	从此 链接 [https://download.openmmlab.com/mmclassification/datasets/imagenet/meta/caffe_ilsvrc12.tar.gz] 下载并解压标注文件。


	根据标注数据中的路径重新组织图像文件，应该是这样的:




   imagenet/
   ├── meta/
   │   ├── train.txt
   │   ├── test.txt
   │   └── val.txt
   ├── train/
   │   ├── n01440764
   │   │   ├── n01440764_10026.JPEG
   │   │   ├── n01440764_10027.JPEG
   │   │   ├── n01440764_10029.JPEG
   │   │   ├── n01440764_10040.JPEG
   │   │   ├── n01440764_10042.JPEG
   │   │   ├── n01440764_10043.JPEG
   │   │   └── n01440764_10048.JPEG
   │   ├── ...
   ├── val/
   │   ├── ILSVRC2012_val_00000001.JPEG
   │   ├── ILSVRC2012_val_00000002.JPEG
   │   ├── ILSVRC2012_val_00000003.JPEG
   │   ├── ILSVRC2012_val_00000004.JPEG
   │   ├── ...





然后，您可以使用具有以下配置的 ImageNet 数据集：

train_dataloader = dict(
    ...
    # 训练数据集配置
    dataset=dict(
        type='ImageNet',
        data_root='imagenet_folder',
        ann_file='meta/train.txt',
        data_prefix='train/',
        pipeline=...,
    )
)
val_dataloader = dict(
    ...
    # 验证数据集配置
    dataset=dict(
        type='ImageNet',
        data_root='imagenet_folder',
        ann_file='meta/val.txt',
        data_prefix='val/',
        pipeline=...,
    )
)
test_dataloader = val_dataloader







CIFAR

我们支持自动下载 CIFAR10 和 CIFAR100 数据集，您只需在 data_root 字段中指定下载文件夹即可。 并且通过指定 test_mode=False / test_mode=True 来使用训练数据集或测试数据集。

train_dataloader = dict(
    ...
    # 训练数据集配置
    dataset=dict(
        type='CIFAR10',
        data_root='data/cifar10',
        test_mode=False,
        pipeline=...,
    )
)
val_dataloader = dict(
    ...
    # 验证数据集配置
    dataset=dict(
        type='CIFAR10',
        data_root='data/cifar10',
        test_mode=True,
        pipeline=...,
    )
)
test_dataloader = val_dataloader







MNIST

我们支持自动下载 MNIST 和 Fashion-MNIST 数据集，您只需指定 data_root 字段中的下载路径即可。 并且通过指定 test_mode=False / test_mode=True 来使用训练数据集或测试数据集。

train_dataloader = dict(
    ...
    # 训练数据集配置
    dataset=dict(
        type='MNIST',
        data_root='data/mnist',
        test_mode=False,
        pipeline=...,
    )
)
val_dataloader = dict(
    ...
    # 验证数据集配置
    dataset=dict(
        type='MNIST',
        data_root='data/mnist',
        test_mode=True,
        pipeline=...,
    )
)
test_dataloader = val_dataloader







OpenMMLab 2.0 标准数据集

为了统一不同任务的数据集接口，便于多任务的算法模型训练，OpenMMLab 制定了 OpenMMLab 2.0 数据集格式规范， 数据集标注文件需符合该规范，数据集基类基于该规范去读取与解析数据标注文件。如果用户提供的数据标注文件不符合规定格式，用户可以选择将其转化为规定格式，并使用 OpenMMLab 的算法库基于该数据标注文件进行算法训练和测试。

OpenMMLab 2.0 数据集格式规范规定，标注文件必须为 json 或 yaml，yml 或 pickle，pkl 格式；标注文件中存储的字典必须包含 metainfo 和 data_list 两个字段。其中 metainfo 是一个字典，里面包含数据集的元信息；data_list 是一个列表，列表中每个元素是一个字典，该字典定义了一个原始数据（raw data），每个原始数据包含一个或若干个训练/测试样本。

假设您要使用训练数据集，那么配置文件如下所示：


{
    'metainfo':
        {
            'classes': ('cat', 'dog'), # 'cat' 的类别序号为 0，'dog' 为 1。
            ...
        },
    'data_list':
        [
            {
                'img_path': "xxx/xxx_0.jpg",
                'img_label': 0,
                ...
            },
            {
                'img_path': "xxx/xxx_1.jpg",
                'img_label': 1,
                ...
            },
            ...
        ]
}





同时假设数据集存放路径如下：

data
├── annotations
│   ├── train.json
│   └── ...
├── train
│   ├── xxx/xxx_0.jpg
│   ├── xxx/xxx_1.jpg
│   ├── ...





通过以下字典构建：

dataset_cfg=dict(
    type='CustomDataset',
    ann_file='path/to/ann_file_path',
    data_prefix='path/to/images_folder',
    pipeline=transfrom_list)







其他数据集

MMCLassification 还是支持更多其他的数据集，可以通过查阅数据集文档获取它们的配置信息。



数据集包装

MMEngine 中支持以下数据包装器，您可以参考 MMEngine 教程 [https://mmengine.readthedocs.io/zh_CN/latest/advanced_tutorials/basedataset.html] 了解如何使用它。


	ConcatDataset [https://mmengine.readthedocs.io/zh_CN/latest/api/generated/mmengine.dataset.ConcatDataset.html#mmengine.dataset.ConcatDataset]


	RepeatDataset [https://mmengine.readthedocs.io/zh_CN/latest/api/generated/mmengine.dataset.RepeatDataset.html#mmengine.dataset.RepeatDataset]


	ClassBalancedDataset [https://mmengine.readthedocs.io/zh_CN/latest/api/generated/mmengine.dataset.ClassBalancedDataset.html#mmengine.dataset.ClassBalancedDataset]




除上述之外，MMClassification 还支持了KFoldDataset，需用通过使用 tools/kfold-cross-valid.py 来使用它。





            

          

      

      

    

  

    
      
          
            
  
训练与测试


训练


单机单卡训练

你可以使用 tools/train.py 在电脑上用 CPU 或是 GPU 进行模型的训练。

以下是训练脚本的完整用法：

python tools/train.py ${CONFIG_FILE} [ARGS]






备注

默认情况下，MMClassification 会自动调用你的 GPU 进行训练。如果你有 GPU 但仍想使用 CPU 进行训练，请设置环境变量 CUDA_VISIBLE_DEVICES 为空或者 -1 来对禁用 GPU。

CUDA_VISIBLE_DEVICES=-1 python tools/train.py ${CONFIG_FILE} [ARGS]









	参数

	描述





	CONFIG_FILE

	配置文件的路径。



	--work-dir WORK_DIR

	用来保存训练日志和权重文件的文件夹，默认是 ./work_dirs 目录下，与配置文件同名的文件夹。



	--resume [RESUME]

	恢复训练。如果指定了权重文件路径，则从指定的权重文件恢复；如果没有指定，则尝试从最新的权重文件进行恢复。



	--amp

	启用混合精度训练。



	--no-validate

	不建议 在训练过程中不进行验证集上的精度验证。



	--auto-scale-lr

	自动根据实际的批次大小（batch size）和预设的批次大小对学习率进行缩放。



	--cfg-options CFG_OPTIONS

	重载配置文件中的一些设置。使用类似 xxx=yyy 的键值对形式指定，这些设置会被融合入从配置文件读取的配置。你可以使用 key="[a,b]" 或者 key=a,b 的格式来指定列表格式的值，且支持嵌套，例如 `key=”[(a,b),(c,d)]”，这里的引号是不可省略的。另外每个重载项内部不可出现空格。



	--launcher {none,pytorch,slurm,mpi}

	启动器，默认为 “none”。








单机多卡训练

我们提供了一个 shell 脚本，可以使用 torch.distributed.launch 启动多 GPU 任务。

bash ./tools/dist_train.sh ${CONFIG_FILE} ${GPU_NUM} [PY_ARGS]







	参数

	描述





	CONFIG_FILE

	配置文件的路径。



	GPU_NUM

	使用的 GPU 数量。



	[PY_ARGS]

	tools/train.py 支持的其他可选参数，参见上文。






你还可以使用环境变量来指定启动器的额外参数，比如用如下命令将启动器的通讯端口变更为 29666：

PORT=29666 bash ./tools/dist_train.sh ${CONFIG_FILE} ${GPU_NUM} [PY_ARGS]





如果你希望使用不同的 GPU 进行多项训练任务，可以在启动时指定不同的通讯端口和不同的可用设备。

CUDA_VISIBLE_DEVICES=0,1,2,3 PORT=29500 bash ./tools/dist_train.sh ${CONFIG_FILE1} 4 [PY_ARGS]
CUDA_VISIBLE_DEVICES=4,5,6,7 PORT=29501 bash ./tools/dist_train.sh ${CONFIG_FILE2} 4 [PY_ARGS]







多机训练


同一网络下的多机

如果你希望使用同一局域网下连接的多台电脑进行一个训练任务，可以使用如下命令：

在第一台机器上：

NNODES=2 NODE_RANK=0 PORT=$MASTER_PORT MASTER_ADDR=$MASTER_ADDR bash tools/dist_train.sh $CONFIG $GPUS





在第二台机器上：

NNODES=2 NODE_RANK=1 PORT=$MASTER_PORT MASTER_ADDR=$MASTER_ADDR bash tools/dist_train.sh $CONFIG $GPUS





和单机多卡相比，你需要指定一些额外的环境变量：



	环境变量

	描述





	NNODES

	机器总数。



	NODE_RANK

	本机的序号



	PORT

	通讯端口，它在所有机器上都应当是一致的。



	MASTER_ADDR

	主机的 IP 地址，它在所有机器上都应当是一致的。






通常来说，如果这几台机器之间不是高速网络连接，训练速度会非常慢。



Slurm 管理下的多机集群

如果你在 slurm [https://slurm.schedmd.com/] 集群上，可以使用 tools/slurm_train.sh 脚本启动任务。

[ENV_VARS] ./tools/slurm_train.sh ${PARTITION} ${JOB_NAME} ${CONFIG_FILE} ${WORK_DIR} [PY_ARGS]





这里是该脚本的一些参数：



	参数

	描述





	PARTITION

	使用的集群分区。



	JOB_NAME

	任务的名称，你可以随意起一个名字。



	CONFIG_FILE

	配置文件路径。



	WORK_DIR

	用以保存日志和权重文件的文件夹。



	[PY_ARGS]

	tools/train.py 支持的其他可选参数，参见上文。






这里是一些你可以用来配置 slurm 任务的环境变量：



	环境变量

	描述





	GPUS

	使用的 GPU 总数，默认为 8。



	GPUS_PER_NODE

	每个节点分配的 GPU 数，你可以根据节点情况指定。默认为 8。



	CPUS_PER_TASK

	每个任务分配的 CPU 数（通常一个 GPU 对应一个任务）。默认为 5。



	SRUN_ARGS

	srun 命令支持的其他参数。可用的选项参见官方文档 [https://slurm.schedmd.com/srun.html]。










测试


单机单卡测试

你可以使用 tools/test.py 在电脑上用 CPU 或是 GPU 进行模型的测试。

以下是测试脚本的完整用法：

python tools/test.py ${CONFIG_FILE} ${CHECKPOINT_FILE} [ARGS]






备注

默认情况下，MMClassification 会自动调用你的 GPU 进行测试。如果你有 GPU 但仍想使用 CPU 进行测试，请设置环境变量 CUDA_VISIBLE_DEVICES 为空或者 -1 来对禁用 GPU。

CUDA_VISIBLE_DEVICES=-1 python tools/test.py ${CONFIG_FILE} ${CHECKPOINT_FILE} [ARGS]









	参数

	描述





	CONFIG_FILE

	配置文件的路径。



	CHECKPOINT_FILE

	权重文件路径（支持 http 链接，你可以在这里 [https://mmclassification.readthedocs.io/en/1.x/modelzoo_statistics.html]寻找需要的权重文件）。



	--work-dir WORK_DIR

	用来保存测试指标结果的文件夹。



	--out OUT

	用来保存测试输出的文件。



	--out-item OUT_ITEM

	指定测试输出文件的内容，可以为 “pred” 或 “metrics”，其中 “pred” 表示保存所有模型输出，这些数据可以用于离线测评；”metrics” 表示输出测试指标。默认为 “pred”。



	--cfg-options CFG_OPTIONS

	重载配置文件中的一些设置。使用类似 xxx=yyy 的键值对形式指定，这些设置会被融合入从配置文件读取的配置。你可以使用 key="[a,b]" 或者 key=a,b 的格式来指定列表格式的值，且支持嵌套，例如 `key=”[(a,b),(c,d)]”，这里的引号是不可省略的。另外每个重载项内部不可出现空格。



	--show-dir SHOW_DIR

	用于保存可视化预测结果图像的文件夹。



	--show

	在窗口中显示预测结果图像。



	--interval INTERVAL

	每隔多少样本进行一次预测结果可视化。



	--wait-time WAIT_TIME

	每个窗口的显示时间（单位为秒）。



	--launcher {none,pytorch,slurm,mpi}

	启动器，默认为 “none”。








单机多卡测试

我们提供了一个 shell 脚本，可以使用 torch.distributed.launch 启动多 GPU 任务。

bash ./tools/dist_test.sh ${CONFIG_FILE} ${CHECKPOINT_FILE} ${GPU_NUM} [PY_ARGS]







	参数

	描述





	CONFIG_FILE

	配置文件的路径。



	CHECKPOINT_FILE

	权重文件路径（支持 http 链接，你可以在这里 [https://mmclassification.readthedocs.io/en/1.x/modelzoo_statistics.html]寻找需要的权重文件）。



	GPU_NUM

	使用的 GPU 数量。



	[PY_ARGS]

	tools/test.py 支持的其他可选参数，参见上文。






你还可以使用环境变量来指定启动器的额外参数，比如用如下命令将启动器的通讯端口变更为 29666：

PORT=29666 bash ./tools/dist_test.sh ${CONFIG_FILE} ${CHECKPOINT_FILE} ${GPU_NUM} [PY_ARGS]





如果你希望使用不同的 GPU 进行多项测试任务，可以在启动时指定不同的通讯端口和不同的可用设备。

CUDA_VISIBLE_DEVICES=0,1,2,3 PORT=29500 bash ./tools/dist_test.sh ${CONFIG_FILE1} ${CHECKPOINT_FILE} 4 [PY_ARGS]
CUDA_VISIBLE_DEVICES=4,5,6,7 PORT=29501 bash ./tools/dist_test.sh ${CONFIG_FILE2} ${CHECKPOINT_FILE} 4 [PY_ARGS]







多机测试


同一网络下的多机

如果你希望使用同一局域网下连接的多台电脑进行一个测试任务，可以使用如下命令：

在第一台机器上：

NNODES=2 NODE_RANK=0 PORT=$MASTER_PORT MASTER_ADDR=$MASTER_ADDR bash tools/dist_test.sh $CONFIG $CHECKPOINT_FILE $GPUS





在第二台机器上：

NNODES=2 NODE_RANK=1 PORT=$MASTER_PORT MASTER_ADDR=$MASTER_ADDR bash tools/dist_test.sh $CONFIG $CHECKPOINT_FILE $GPUS





和单机多卡相比，你需要指定一些额外的环境变量：



	环境变量

	描述





	NNODES

	机器总数。



	NODE_RANK

	本机的序号



	PORT

	通讯端口，它在所有机器上都应当是一致的。



	MASTER_ADDR

	主机的 IP 地址，它在所有机器上都应当是一致的。








Slurm 管理下的多机集群

如果你在 slurm [https://slurm.schedmd.com/] 集群上，可以使用 tools/slurm_test.sh 脚本启动任务。

[ENV_VARS] ./tools/slurm_test.sh ${PARTITION} ${JOB_NAME} ${CONFIG_FILE} ${CHECKPOINT_FILE} [PY_ARGS]





这里是该脚本的一些参数：



	参数

	描述





	PARTITION

	使用的集群分区。



	JOB_NAME

	任务的名称，你可以随意起一个名字。



	CONFIG_FILE

	配置文件路径。



	CHECKPOINT_FILE

	权重文件路径（支持 http 链接，你可以在这里 [https://mmclassification.readthedocs.io/en/1.x/modelzoo_statistics.html]寻找需要的权重文件）。



	[PY_ARGS]

	tools/test.py 支持的其他可选参数，参见上文。






这里是一些你可以用来配置 slurm 任务的环境变量：



	环境变量

	描述





	GPUS

	使用的 GPU 总数，默认为 8。



	GPUS_PER_NODE

	每个节点分配的 GPU 数，你可以根据节点情况指定。默认为 8。



	CPUS_PER_TASK

	每个任务分配的 CPU 数（通常一个 GPU 对应一个任务）。默认为 5。



	SRUN_ARGS

	srun 命令支持的其他参数。可用的选项参见官方文档 [https://slurm.schedmd.com/srun.html]。












            

          

      

      

    

  

    
      
          
            
  
学习配置文件

为了管理深度学习实验的各种设置，我们使用配置文件来记录所有这些配置。这种配置文件系统具有模块化和继承特性，更多细节可以在MMEngine 中的教程 [https://mmengine.readthedocs.io/zh_CN/latest/advanced_tutorials/config.html]。

MMClassification 主要使用 python 文件作为配置文件，所有配置文件都放置在 configs [https://github.com/open-mmlab/mmclassification/tree/1.x/configs] 文件夹下，目录结构如下所示:

MMClassification/
    ├── configs/
    │   ├── _base_/                     # 原始配置文件夹
    │   │   ├── datasets/                   # 原始数据集
    │   │   ├── models/                     # 原始模型
    │   │   ├── schedules/                  # 原始优化策略
    │   │   └── default_runtime.py          # 原始运行设置
    │   ├── resnet/                     # ResNet 算法文件夹
    │   ├── swin_transformer/           # Swin 算法文件夹
    │   ├── vision_transformer/         # ViT 算法文件夹
    │   ├── ...
    └── ...





可以使用 python tools/misc/print_config.py /PATH/TO/CONFIG 命令来查看完整的配置信息，从而方便检查所对应的配置文件。

本文主要讲解 MMClassification 配置文件的命名和结构，以及如何基于已有的配置文件修改，并以 ResNet50 配置文件 [https://github.com/open-mmlab/mmclassification/blob/1.x/configs/resnet/resnet50_8xb32_in1k.py] 逐行解释。


配置文件结构

在 configs/_base_ 文件夹下有 4 个基本组件类型，分别是：


	模型(model) [https://github.com/open-mmlab/mmclassification/tree/1.x/configs/_base_/models]


	数据(data) [https://github.com/open-mmlab/mmclassification/tree/1.x/configs/_base_/datasets]


	训练策略(schedule) [https://github.com/open-mmlab/mmclassification/tree/1.x/configs/_base_/schedules]


	运行设置(runtime) [https://github.com/open-mmlab/mmclassification/blob/1.x/configs/_base_/default_runtime.py]




你可以通过继承一些基本配置文件轻松构建自己的训练配置文件。我们称这些被继承的配置文件为 原始配置文件，如 _base_ 文件夹中的文件一般仅作为原始配置文件。

下面使用 ResNet50 配置文件 [https://github.com/open-mmlab/mmclassification/blob/1.x/configs/resnet/resnet50_8xb32_in1k.py] 作为案例进行说明并注释每一行含义。

_base_ = [                                    # 此配置文件将继承所有 `_base_` 中的配置
    '../_base_/models/resnet50.py',           # 模型配置
    '../_base_/datasets/imagenet_bs32.py',    # 数据配置
    '../_base_/schedules/imagenet_bs256.py',  # 训练策略配置
    '../_base_/default_runtime.py'            # 默认运行设置
]





我们将在下面分别解释这四个原始配置文件。


模型配置

模型原始配置文件包含一个 model 字典数据结构，主要包括网络结构、损失函数等信息：


	type： 分类器名称, 对于图像分类任务，通常为 ImageClassifier，更多细节请参考 API 文档。


	backbone： 主干网设置，主干网络为主要的特征提取网络，比如 ResNet, Swin Transformer, Vision Transformer 等等。更多可用选项请参考 API 文档。


	neck： 颈网络设置，颈网络主要是连接主干网和分类的中间网络，比如 GlobalAveragePooling 等，更多可用选项请参考 API 文档。


	head： 头网络设置，头网络主要是最后关联任务的分类部件，更多可用选项请参考 API 文档。


	loss： 损失函数设置， 支持 CrossEntropyLoss, LabelSmoothLoss 等，更多可用选项参考 API 文档。






	data_preprocessor: 图像输入的预处理模块，输入在进入模型前的预处理操作，例如 ClsDataPreprocessor, 有关详细信息，请参阅 API 文档。


	train_cfg：训练模型时的额外设置。在 MMCLS 中，我们主要使用它来配置批量增强，例如 Mixup 和 CutMix。有关详细信息，请参阅 文档。





备注

配置文件中的 ‘type’ 不是构造时的参数，而是类名。



以下是 ResNet50 的模型配置’configs/base/models/resnet50.py’ [https://github.com/open-mmlab/mmclassification/blob/1.x/configs/_base_/models/resnet50.py]：

model = dict(
    type='ImageClassifier',     # 分类器类型， 目前只有 'ImageClassifier'
    backbone=dict(
        type='ResNet',          # 主干网络类型
        # 除了 `type` 之外的所有字段都来自 `ResNet` 类的 __init__ 方法
        # 可查阅 https://mmclassification.readthedocs.io/zh_CN/1.x/api/generated/mmcls.models.ResNet.html
        depth=50,
        num_stages=4,           # 主干网络状态(stages)的数目，这些状态产生的特征图作为后续的 head 的输入。
        out_indices=(3, ),      # 输出的特征图输出索引。
        frozen_stages=-1,       # 冻结主干网的层数
        style='pytorch'),
    neck=dict(type='GlobalAveragePooling'),    # 颈网络类型
    head=dict(
        type='LinearClsHead',         # 分类颈网络类型
        # 除了 `type` 之外的所有字段都来自 `LinearClsHead` 类的 __init__ 方法
        # 可查阅 https://mmclassification.readthedocs.io/zh_CN/1.x/api/generated/mmcls.models.LinearClsHead.html
        num_classes=1000,
        in_channels=2048,
        loss=dict(type='CrossEntropyLoss', loss_weight=1.0), # 损失函数配置信息
        topk=(1, 5),                 # 评估指标，Top-k 准确率， 这里为 top1 与 top5 准确率
    ))







数据

数据原始配置文件主要包括预处理设置、dataloader 以及 评估器等设置：


	data_preprocessor: 模型输入预处理配置, 与 model.data_preprocessor 相同，但优先级更低。


	train_evaluator | val_evaluator | test_evaluator: 构建评估器，参考 API 文档。


	train_dataloader | val_dataloader | test_dataloader: 构建 dataloader


	samples_per_gpu: 每个 GPU 的 batch size


	workers_per_gpu: 每个 GPU 的线程数


	sampler: 采样器配置


	dataset: 数据集配置


	type:  数据集类型， MMClassification 支持 ImageNet、 Cifar 等数据集 ，参考 API 文档


	pipeline:  数据处理流水线，参考相关教程文档 如何设计数据处理流水线 [https://mmclassification.readthedocs.io/zh_CN/1.x/api/generated/tutorials/data_pipeline.html]












以下是 ResNet50 的数据配置 ‘configs/base/datasets/imagenet_bs32.py’ [https://github.com/open-mmlab/mmclassification/blob/1.x/configs/_base_/datasets/imagenet_bs32.py]：

dataset_type = 'ImageNet'
# 预处理配置
data_preprocessor = dict(
    # 输入的图片数据通道以 'RGB' 顺序
    mean=[123.675, 116.28, 103.53],    # 输入图像归一化的 RGB 通道均值
    std=[58.395, 57.12, 57.375],       # 输入图像归一化的 RGB 通道标准差
    to_rgb=True,                       # 是否将通道翻转，从 BGR 转为 RGB 或者 RGB 转为 BGR
)

train_pipeline = [
    dict(type='LoadImageFromFile'),     # 读取图像
    dict(type='RandomResizedCrop', scale=224),     # 随机放缩裁剪
    dict(type='RandomFlip', prob=0.5, direction='horizontal'),   # 随机水平翻转
    dict(type='PackClsInputs'),         # 准备图像以及标签
]

test_pipeline = [
    dict(type='LoadImageFromFile'),     # 读取图像
    dict(type='ResizeEdge', scale=256, edge='short'),  # 短边对其256进行放缩
    dict(type='CenterCrop', crop_size=224),     # 中心裁剪
    dict(type='PackClsInputs'),                 # 准备图像以及标签
]

# 构造训练集 dataloader
train_dataloader = dict(
    batch_size=32,                     # 每张GPU的 batchsize
    num_workers=5,                     # 每个GPU的线程数
    dataset=dict(                      # 训练数据集
        type=dataset_type,
        data_root='data/imagenet',
        ann_file='meta/train.txt',
        data_prefix='train',
        pipeline=train_pipeline),
    sampler=dict(type='DefaultSampler', shuffle=True),   # 默认采样器
    persistent_workers=True,                             # 是否保持进程，可以缩短每个epoch的准备时间
)

# 构造验证集 dataloader
val_dataloader = dict(
    batch_size=32,
    num_workers=5,
    dataset=dict(
        type=dataset_type,
        data_root='data/imagenet',
        ann_file='meta/val.txt',
        data_prefix='val',
        pipeline=test_pipeline),
    sampler=dict(type='DefaultSampler', shuffle=False),
    persistent_workers=True,
)
# 验证集评估设置，使用准确率为指标， 这里使用 topk1 以及 top5 准确率
val_evaluator = dict(type='Accuracy', topk=(1, 5))

test_dataloader = val_dataloader  # test dataloader配置，这里直接与 val_dataloader相同
test_evaluator = val_evaluator    # 测试集的评估配置，这里直接与 val_evaluator 相同






备注

‘model.data_preprocessor’ 既可以在 model=dict(data_preprocessor=dict())中定义，也可以使用此处的 data_preprocessor 定义, 同时配置时，优先使用 model.data_preprocessor 的配置。





训练策略

训练策略原始配置文件主要包括预优化器设置和训练、验证及测试的循环控制器(LOOP)：


	optim_wrapper: 优化器装饰器配置信息，我们使用优化器装饰配置优化进程。


	optimizer: 支持 pytorch 所有的优化器，参考相关 MMEngine [https://mmengine.readthedocs.io/zh_CN/latest/tutorials/optim_wrapper.html] 文档。


	paramwise_cfg: 根据参数的类型或名称设置不同的优化参数，参考相关 学习策略文档 文档。


	accumulative_counts: 积累几个反向传播后再优化参数，你可以用它通过小批量来模拟大批量。






	param_scheduler : 学习率策略，你可以指定训练期间的学习率和动量曲线。有关详细信息，请参阅 MMEngine 中的 文档 [https://mmengine.readthedocs.io/zh_CN/latest/tutorials/param_scheduler.html]。


	train_cfg | val_cfg | test_cfg: 训练、验证以及测试的循环执行器配置，请参考相关的MMEngine 文档 [https://mmengine.readthedocs.io/zh_CN/latest/design/runner.html]。




以下是 ResNet50 的训练策略配置’configs/base/schedules/imagenet_bs256.py’ [https://github.com/open-mmlab/mmclassification/blob/1.x/configs/_base_/schedules/imagenet_bs256.py]：

optim_wrapper = dict(
    # 使用 SGD 优化器来优化参数
    optimizer=dict(type='SGD', lr=0.1, momentum=0.9, weight_decay=0.0001))

# 学习率参数的调整策略
# 'MultiStepLR' 表示使用多步策略来调度学习率（LR）。
param_scheduler = dict(
    type='MultiStepLR', by_epoch=True, milestones=[30, 60, 90], gamma=0.1)

# 训练的配置, 迭代 100 个epoch，每一个训练 epoch 后都做验证集评估
# 'by_epoch=True' 默认使用 `EpochBaseLoop`,  'by_epoch=False' 默认使用 `IterBaseLoop`
train_cfg = dict(by_epoch=True, max_epochs=100, val_interval=1)
# 使用默认的验证循环控制器
val_cfg = dict()
# 使用默认的测试循环控制器
test_cfg = dict()

# 通过默认策略自动缩放学习率，此策略适用于总批次大小 256
# 如果你使用不同的总批量大小，比如 512 并启用自动学习率缩放
# 我们将学习率扩大到 2 倍
auto_scale_lr = dict(base_batch_size=256)







运行设置

本部分主要包括保存权重策略、日志配置、训练参数、断点权重路径和工作目录等等。

以下是几乎所有算法都使用的运行配置’configs/base/default_runtime.py’ [https://github.com/open-mmlab/mmclassification/blob/1.x/configs/_base_/default_runtime.py]：

# 默认所有注册器使用的域
default_scope = 'mmcls'

# 配置默认的hook
default_hooks = dict(
    # 记录每次迭代的时间。
    timer=dict(type='IterTimerHook'),

    # 每 100 次迭代打印一次日志。
    logger=dict(type='LoggerHook', interval=100),

    # 启用默认参数调度hook。
    param_scheduler=dict(type='ParamSchedulerHook'),

    # 每个epoch保存检查点。
    checkpoint=dict(type='CheckpointHook', interval=1),

    # 在分布式环境中设置采样器种子。
    sampler_seed=dict(type='DistSamplerSeedHook'),

    # 验证结果可视化，默认不启用，设置 True 时启用。
    visualization=dict(type='VisualizationHook', enable=False),
)

# 配置环境
env_cfg = dict(
   # 是否开启cudnn benchmark
    cudnn_benchmark=False,

    # 设置多进程参数
    mp_cfg=dict(mp_start_method='fork', opencv_num_threads=0),

    # 设置分布式参数
    dist_cfg=dict(backend='nccl'),
)

# 设置可视化工具
vis_backends = [dict(type='LocalVisBackend')] # 使用磁盘(HDD)后端
visualizer = dict(
    type='ClsVisualizer', vis_backends=vis_backends, name='visualizer')

# 设置日志级别
log_level = 'INFO'

# 从哪个检查点加载
load_from = None

# 是否从加载的检查点恢复训练
resume = False








继承并修改配置文件

为了精简代码、更快的修改配置文件以及便于理解，我们建议继承现有方法。

对于在同一算法文件夹下的所有配置文件，MMClassification 推荐只存在 一个 对应的 原始配置 文件。
所有其他的配置文件都应该继承 原始配置 文件，这样就能保证配置文件的最大继承深度为 3。

例如，如果在 ResNet 的基础上做了一些修改，用户首先可以通过指定 _base_ = './resnet50_8xb32_in1k.py'（相对于你的配置文件的路径），来继承基础的 ResNet 结构、数据集以及其他训练配置信息，然后修改配置文件中的必要参数以完成继承。如想在基础 resnet50 的基础上使用 CutMix 训练增强，将训练轮数由 100 改为 300 和修改学习率衰减轮数，同时修改数据集路径，可以建立新的配置文件 configs/resnet/resnet50_8xb32-300e_in1k.py， 文件中写入以下内容:

# 在 'configs/resnet/' 创建此文件
_base_ = './resnet50_8xb32_in1k.py'

# 模型在之前的基础上使用 CutMix 训练增强
model = dict(
    train_cfg=dict(
        augments=dict(type='CutMix', alpha=1.0)
    )
)

# 优化策略在之前基础上训练更多个 epoch
train_cfg = dict(max_epochs=300, val_interval=10)  # 训练300个 epoch，每10个 epoch 评估一次
param_scheduler = dict(step=[150, 200, 250])   # 学习率调整也有所变动

# 使用自己的数据集目录
train_dataloader = dict(
    dataset=dict(data_root='mydata/imagenet/train'),
)
val_dataloader = dict(
    batch_size=64,                  # 验证时没有反向传播，可以使用更大的 batchsize
    dataset=dict(data_root='mydata/imagenet/val'),
)
test_dataloader = dict(
    batch_size=64,                  # 测试时没有反向传播，可以使用更大的 batchsize
    dataset=dict(data_root='mydata/imagenet/val'),
)






使用配置文件里的中间变量

用一些中间变量，中间变量让配置文件更加清晰，也更容易修改。

例如数据集里的 train_pipeline / test_pipeline 是作为数据流水线的中间变量。我们首先要定义它们，然后将它们传递到 train_dataloader / test_dataloader 中。如果想修改训练或测试时输入图片的大小，就需要修改 train_pipeline / test_pipeline 这些中间变量。

bgr_mean = [103.53, 116.28, 123.675]
train_pipeline = [
    dict(type='LoadImageFromFile'),
    dict(type='RandomResizedCrop', scale=224, backend='pillow', interpolation='bicubic'),
    dict(type='RandomFlip', prob=0.5, direction='horizontal'),
    dict(
        type='RandAugment',
        policies='timm_increasing',
        num_policies=2,
        total_level=10,
        magnitude_level=6,
        magnitude_std=0.5,
        hparams=dict(pad_val=[round(x) for x in bgr_mean], interpolation='bicubic')),
    dict(type='PackClsInputs'),
]

test_pipeline = [
    dict(type='LoadImageFromFile'),
    dict(type='ResizeEdge', scale=236, edge='short', backend='pillow', interpolation='bicubic'),
    dict(type='CenterCrop', crop_size=224),
    dict(type='PackClsInputs')
]

train_dataloader = dict(dataset=dict(pipeline=train_pipeline))
val_dataloader = dict(dataset=dict(pipeline=val_pipeline))
test_dataloader = dict(dataset=dict(pipeline=val_pipeline))







忽略基础配置文件里的部分内容

有时，您需要设置 _delete_=True 去忽略基础配置文件里的一些域内容。可以查看 MMEngine 文档 [https://mmengine.readthedocs.io/zh_CN/latest/advanced_tutorials/config.html] 进一步了解该设计。

以下是一个简单应用案例。 如果在上述 ResNet50 案例中 使用余弦调度 ,使用继承并直接修改会报 get unexcepected keyword 'step' 错, 因为基础配置文件 param_scheduler 域信息的 'step' 字段被保留下来了，需要加入 _delete_=True 去忽略基础配置文件里的 param_scheduler 相关域内容：

_base_ = '../../configs/resnet/resnet50_8xb32_in1k.py'

# 学习率调整策略
param_scheduler = dict(type='CosineAnnealingLR', by_epoch=True, _delete_=True)







引用基础配置文件里的变量

有时，您可以引用 _base_ 配置信息的一些域内容，这样可以避免重复定义。可以查看 MMEngine 文档 [https://mmengine.readthedocs.io/zh_CN/latest/advanced_tutorials/config.html] 进一步了解该设计。

以下是一个简单应用案例，在训练数据预处理流水线中使用 auto augment 数据增强，参考配置文件 configs/resnest/resnest50_32xb64_in1k.py [https://github.com/open-mmlab/mmclassification/blob/1.x/configs/resnest/resnest50_32xb64_in1k.py]。 在定义 train_pipeline 时，可以直接在 _base_ 中加入定义 auto augment 数据增强的文件命名，再通过 {{_base_.auto_increasing_policies}} 引用变量：

_base_ = [
    '../_base_/models/resnest50.py', '../_base_/datasets/imagenet_bs64.py',
    '../_base_/default_runtime.py', './_randaug_policies.py',
]

train_pipeline = [
    dict(type='LoadImageFromFile'),
    dict(
        type='RandAugment',
        policies={{_base_.policies}},    # 这里使用了 _base_ 里的 `policies` 参数。
        num_policies=2,
        magnitude_level=12),
    dict(type='EfficientNetRandomCrop', scale=224, backend='pillow'),
    dict(type='RandomFlip', prob=0.5, direction='horizontal'),
    dict(type='ColorJitter', brightness=0.4, contrast=0.4, saturation=0.4),
    dict(
        type='Lighting',
        eigval=EIGVAL,
        eigvec=EIGVEC,
        alphastd=0.1,
        to_rgb=False),
    dict(type='PackClsInputs'),
]

train_dataloader = dict(dataset=dict(pipeline=train_pipeline))








通过命令行参数修改配置信息

当用户使用脚本 “tools/train.py” 或者 “tools/test.py” 提交任务，以及使用一些工具脚本时，可以通过指定 --cfg-options 参数来直接修改所使用的配置文件内容。


	更新配置文件内的字典

可以按照原始配置文件中字典的键的顺序指定配置选项。
例如，--cfg-options model.backbone.norm_eval=False 将主干网络中的所有 BN 模块更改为 train 模式。



	更新配置文件内列表的键

一些配置字典在配置文件中会形成一个列表。例如，训练流水线 data.train.pipeline 通常是一个列表。
例如，[dict(type='LoadImageFromFile'), dict(type='TopDownRandomFlip', flip_prob=0.5), ...] 。如果要将流水线中的 'flip_prob=0.5' 更改为 'flip_prob=0.0'，您可以这样指定 --cfg-options data.train.pipeline.1.flip_prob=0.0 。



	更新列表/元组的值。

当配置文件中需要更新的是一个列表或者元组，例如，配置文件通常会设置 val_evaluator = dict(type='Accuracy', topk=(1, 5))，用户如果想更改 topk，
需要指定 --cfg-options val_evaluator.topk="(1,3)"。注意这里的引号 ” 对于列表以及元组数据类型的修改是必要的，
并且 不允许 引号内所指定的值的书写存在空格。









            

          

      

      

    

  

    
      
          
            
  
如何微调模型

在很多场景下，我们需要快速地将模型应用到新的数据集上，但从头训练模型通常很难快速收敛，这种不确定性会浪费额外的时间。
通常，已有的、在大数据集上训练好的模型会比随机初始化提供更为有效的先验信息，粗略来讲，在此基础上的学习我们称之为模型微调。
已经证明，在 ImageNet 数据集上预先训练的分类模型对于其他数据集和其他下游任务有很好的效果。

因此，该教程提供了如何将 Model Zoo 中提供的预训练模型用于其他数据集，已获得更好的效果。

在新数据集上微调模型分为两步：


	按照 数据集准备 添加对新数据集的支持。


	按照本教程中讨论的内容修改配置文件




假设我们现在有一个在 ImageNet-2012 数据集上训练好的 ResNet-50 模型，并且希望在
CIFAR-10 数据集上进行模型微调，我们需要修改配置文件中的五个部分。


继承基础配置

首先，创建一个新的配置文件 configs/tutorial/resnet50_finetune_cifar.py 来保存我们的配置，当然，这个文件名可以自由设定。

为了重用不同基础配置之间的通用部分，我们支持从多个现有配置中继承配置，其中包括：


	模型配置：要微调 ResNet-50 模型，可以继承 _base_/models/resnet50.py 来搭建模型的基本结构。


	数据集配置：使用 CIFAR10 数据集，可以继承 _base_/datasets/cifar10_bs16.py。


	训练策略配置：可以继承 batchsize 为 128 的 CIFAR10 数据集基本训练配置文件_base_/schedules/cifar10_bs128.py。


	运行配置：为了保留运行相关设置，比如默认训练钩子、环境配置等，需要继承 _base_/default_runtime.py。




要继承以上这些配置文件，只需要把下面一段代码放在我们的配置文件开头。

_base_ = [
    '../_base_/models/resnet50.py',
    '../_base_/datasets/cifar10_bs16.py',
    '../_base_/schedules/cifar10_bs128.py',
    '../_base_/default_runtime.py',
]





除此之外，你也可以不使用继承，直接编写完整的配置文件，例如
configs/lenet/lenet5_mnist.py [https://github.com/open-mmlab/mmclassification/blob/master/configs/lenet/lenet5_mnist.py]。



修改模型

在进行模型微调时，我们通常希望在主干网络（backbone）加载预训练模型，再用我们的数据集训练一个新的分类头（head）。

为了在主干网络加载预训练模型，我们需要修改主干网络的初始化设置，使用
Pretrained 类型的初始化函数。另外，在初始化设置中，我们使用 prefix='backbone'
来告诉初始化函数需要加载的子模块的前缀，backbone即指加载模型中的主干网络。
方便起见，我们这里使用一个在线的权重文件链接，它
会在训练前自动下载对应的文件，你也可以提前下载这个模型，然后使用本地路径。

接下来，新的配置文件需要按照新数据集的类别数目来修改分类头的配置。只需要修改分
类头中的 num_classes 设置即可。

model = dict(
    backbone=dict(
        init_cfg=dict(
            type='Pretrained',
            checkpoint='https://download.openmmlab.com/mmclassification/v0/resnet/resnet50_8xb32_in1k_20210831-ea4938fc.pth',
            prefix='backbone',
        )),
    head=dict(num_classes=10),
)






小技巧

这里我们只需要设定我们想要修改的部分配置，其他配置将会自动从我们的父配置文件中获取。



另外，当新的小数据集和原本预训练的大数据中的数据分布较为类似的话，我们在进行微调时会希望
冻结主干网络前面几层的参数，只训练后面层以及分类头的参数，这么做有助于在后续训练中，
保持网络从预训练权重中获得的提取低阶特征的能力。在 MMClassification 中，
这一功能可以通过简单的一个 frozen_stages 参数来实现。比如我们需要冻结前两层网
络的参数，只需要在上面的配置中添加一行：

model = dict(
    backbone=dict(
        frozen_stages=2,
        init_cfg=dict(
            type='Pretrained',
            checkpoint='https://download.openmmlab.com/mmclassification/v0/resnet/resnet50_8xb32_in1k_20210831-ea4938fc.pth',
            prefix='backbone',
        )),
    head=dict(num_classes=10),
)






备注

目前还不是所有的网络都支持 frozen_stages 参数，在使用之前，请先检查
文档 [https://mmclassification.readthedocs.io/zh_CN/1.x/api.html#module-mmcls.models.backbones]
以确认你所使用的主干网络是否支持。





修改数据集

当针对一个新的数据集进行微调时，我们通常都需要修改一些数据集相关的配置。比如这
里，我们就需要把 CIFAR-10 数据集中的图像大小从 32 缩放到 224 来配合 ImageNet 上
预训练模型的输入。这一需要可以通过修改数据集的预处理流水线（pipeline）并覆盖数据加载器（dataloader）来实现。

# 数据流水线设置
train_pipeline = [
    dict(type='RandomCrop', crop_size=32, padding=4),
    dict(type='RandomFlip', prob=0.5, direction='horizontal'),
    dict(type='Resize', scale=224),
    dict(type='PackClsInputs'),
]
test_pipeline = [
    dict(type='Resize', scale=224),
    dict(type='PackClsInputs'),
]
# 数据加载器设置
train_dataloader = dict(dataset=dict(pipeline=train_pipeline))
val_dataloader = dict(dataset=dict(pipeline=test_pipeline))
test_dataloader = val_dataloader







修改训练策略设置

用于微调任务的超参数与默认配置不同，通常只需要较小的学习率以及较快的衰减策略。

# 用于批大小为 128 的优化器学习率
optim_wrapper = dict(
    optimizer=dict(type='SGD', lr=0.01, momentum=0.9, weight_decay=0.0001))
# 学习率衰减策略
param_scheduler = dict(
    type='MultiStepLR', by_epoch=True, milestones=[15], gamma=0.1)






小技巧

更多可修改的细节可以参考如何编写配置文件.





开始训练

现在，我们完成了用于微调的配置文件，完整的文件如下：

_base_ = [
    '../_base_/models/resnet50.py',
    '../_base_/datasets/cifar10_bs16.py',
    '../_base_/schedules/cifar10_bs128.py',
    '../_base_/default_runtime.py',
]

# 模型设置
model = dict(
    backbone=dict(
        frozen_stages=2,
        init_cfg=dict(
            type='Pretrained',
            checkpoint='https://download.openmmlab.com/mmclassification/v0/resnet/resnet50_8xb32_in1k_20210831-ea4938fc.pth',
            prefix='backbone',
        )),
    head=dict(num_classes=10),
)

# 数据集设置
# 数据流水线设置
train_pipeline = [
    dict(type='RandomCrop', crop_size=32, padding=4),
    dict(type='RandomFlip', prob=0.5, direction='horizontal'),
    dict(type='Resize', scale=224),
    dict(type='PackClsInputs'),
]
test_pipeline = [
    dict(type='Resize', scale=224),
    dict(type='PackClsInputs'),
]
# 数据加载器设置
train_dataloader = dict(dataset=dict(pipeline=train_pipeline))
val_dataloader = dict(dataset=dict(pipeline=test_pipeline))
test_dataloader = val_dataloader

# 训练策略设置
# 用于批大小为 128 的优化器学习率
optim_wrapper = dict(
    optimizer=dict(type='SGD', lr=0.01, momentum=0.9, weight_decay=0.0001))
# 学习率衰减策略
param_scheduler = dict(
    type='MultiStepLR', by_epoch=True, milestones=[15], gamma=0.1)






接下来，我们使用一台 8 张 GPU 的电脑来训练我们的模型，指令如下：

bash tools/dist_train.sh configs/tutorial/resnet50_finetune_cifar.py 8





当然，我们也可以使用单张 GPU 来进行训练，使用如下命令：

python tools/train.py configs/tutorial/resnet50_finetune_cifar.py





但是如果我们使用单张 GPU 进行训练的话，需要在数据集设置部分作如下修改：

train_dataloader = dict(
    batch_size=128,
    dataset=dict(pipeline=train_pipeline),
)
val_dataloader = dict(
    batch_size=128,
    dataset=dict(pipeline=test_pipeline),
)
test_dataloader = val_dataloader





这是因为我们的训练策略是针对批次大小（batch size）为 128 设置的。在父配置文件中，
设置了单张 batch_size=16，如果使用 8 张 GPU，总的批次大小就是 128。而如果使
用单张 GPU，就必须手动修改 batch_size=128 来匹配训练策略。





            

          

      

      

    

  

    
      
          
            
  
数据集可视化


数据集可视化工具简介

python tools/visualizations/browse_dataset.py \
    ${CONFIG_FILE} \
    [-o, --output-dir ${OUTPUT_DIR}] \
    [-p, --phase ${DATASET_PHASE}] \
    [-n, --show-number ${NUMBER_IMAGES_DISPLAY}] \
    [-i, --show-interval ${SHOW_INTERRVAL}] \
    [-m, --mode ${DISPLAY_MODE}] \
    [-r, --rescale-factor ${RESCALE_FACTOR}] \
    [-c, --channel-order ${CHANNEL_ORDER}] \
    [--cfg-options ${CFG_OPTIONS}]





所有参数的说明：


	config : 模型配置文件的路径。


	-o, --output-dir: 保存图片文件夹，如果没有指定，默认为 '',表示不保存。


	-p, --phase: 可视化数据集的阶段，只能为 ['train', 'val', 'test'] 之一，默认为 'train'。


	-n, --show-number: 可视化样本数量。如果没有指定，默认展示数据集的所有图片。


	-i, --show-interval: 浏览时，每张图片的停留间隔，单位为秒。


	-m, --mode: 可视化的模式，只能为 ['original', 'transformed', 'concat', 'pipeline'] 之一。 默认为'transformed'.


	-r, --rescale-factor: 对可视化图片的放缩倍数，在图片过大或过小时设置。


	-c, --channel-order: 图片的通道顺序，为  ['BGR', 'RGB'] 之一，默认为 'BGR'。


	--cfg-options : 对配置文件的修改，参考学习配置文件。





备注


	-m, --mode 用于设置可视化的模式，默认设置为 ‘transformed’。





	如果 --mode 设置为 ‘original’，则获取原始图片；


	如果 --mode 设置为 ‘transformed’，则获取预处理后的图片；


	如果 --mode 设置为 ‘concat’，获取原始图片和预处理后图片拼接的图片；


	如果 --mode 设置为 ‘pipeline’，则获得数据流水线所有中间过程图片。





	-r, --rescale-factor 在数据集中图片的分辨率过大或者过小时设置。比如在可视化 CIFAR 数据集时，由于图片的分辨率非常小，可将 -r, --rescale-factor 设置为 10。








如何可视化原始图像

使用 ‘original’ 模式 ：

python ./tools/visualizations/browse_dataset.py ./configs/resnet/resnet101_8xb16_cifar10.py --phase val --output-dir tmp --mode original --show-number 100 --rescale-factor 10 --channel-order RGB






	--phase val: 可视化验证集, 可简化为 -p val;


	--output-dir tmp: 可视化结果保存在 “tmp” 文件夹, 可简化为 -o tmp;


	--mode original: 可视化原图, 可简化为 -m original;


	--show-number 100: 可视化100张图，可简化为 -n 100;


	--rescale-factor: 图像放大10倍，可简化为 -r 10;


	--channel-order RGB: 可视化图像的通道顺序为 “RGB”, 可简化为 -c RGB。





  
    
    

    优化器参数策略可视化
    

    

    

    

    

    
 
  

    
      
          
            
  
优化器参数策略可视化

该工具旨在帮助用户检查优化器的超参数调度器（无需训练），支持学习率（learning rate）和动量（momentum）。


工具简介

python tools/visualizations/vis_scheduler.py \
    ${CONFIG_FILE} \
    [-p, --parameter ${PARAMETER_NAME}] \
    [-d, --dataset-size ${DATASET_SIZE}] \
    [-n, --ngpus ${NUM_GPUs}] \
    [-s, --save-path ${SAVE_PATH}] \
    [--title ${TITLE}] \
    [--style ${STYLE}] \
    [--window-size ${WINDOW_SIZE}] \
    [--cfg-options]





所有参数的说明：


	config : 模型配置文件的路径。


	-p, parameter: 可视化参数名，只能为 ["lr", "momentum"] 之一， 默认为 "lr".


	-d, --dataset-size: 数据集的大小。如果指定，build_dataset 将被跳过并使用这个大小作为数据集大小，默认使用 build_dataset 所得数据集的大小。


	-n, --ngpus: 使用 GPU 的数量, 默认为1。


	-s, --save-path: 保存的可视化图片的路径，默认不保存。


	--title: 可视化图片的标题，默认为配置文件名。


	--style: 可视化图片的风格，默认为 whitegrid。


	--window-size: 可视化窗口大小，如果没有指定，默认为 12*7。如果需要指定，按照格式 'W*H'。


	--cfg-options: 对配置文件的修改，参考学习配置文件。





备注

部分数据集在解析标注阶段比较耗时，可直接将 -d, dataset-size 指定数据集的大小，以节约时间。





如何在开始训练前可视化学习率曲线

你可以使用如下命令来绘制配置文件 configs/resnet/resnet50_b16x8_cifar100.py 将会使用的变化率曲线：

python tools/visualizations/vis_scheduler.py configs/resnet/resnet50_b16x8_cifar100.py






  
    
    

    类别激活图（CAM）可视化
    

    

    

    

    

    
 
  

    
      
          
            
  
类别激活图（CAM）可视化


类别激活图可视化工具介绍

MMClassification 提供 tools\visualizations\vis_cam.py 工具来可视化类别激活图。请使用 pip install "grad-cam>=1.3.6" 安装依赖的 pytorch-grad-cam [https://github.com/jacobgil/pytorch-grad-cam]。

目前支持的方法有：



	Method

	What it does





	GradCAM

	使用平均梯度对 2D 激活进行加权



	GradCAM++

	类似 GradCAM，但使用了二阶梯度



	XGradCAM

	类似 GradCAM，但通过归一化的激活对梯度进行了加权



	EigenCAM

	使用 2D 激活的第一主成分（无法区分类别，但效果似乎不错）



	EigenGradCAM

	类似 EigenCAM，但支持类别区分，使用了激活 * 梯度的第一主成分，看起来和 GradCAM 差不多，但是更干净



	LayerCAM

	使用正梯度对激活进行空间加权，对于浅层有更好的效果






命令行：

python tools/visualizations/vis_cam.py \
    ${IMG} \
    ${CONFIG_FILE} \
    ${CHECKPOINT} \
    [--target-layers ${TARGET-LAYERS}] \
    [--preview-model] \
    [--method ${METHOD}] \
    [--target-category ${TARGET-CATEGORY}] \
    [--save-path ${SAVE_PATH}] \
    [--vit-like] \
    [--num-extra-tokens ${NUM-EXTRA-TOKENS}]
    [--aug_smooth] \
    [--eigen_smooth] \
    [--device ${DEVICE}] \
    [--cfg-options ${CFG-OPTIONS}]





所有参数的说明：


	img：目标图片路径。


	config：模型配置文件的路径。


	checkpoint：权重路径。


	--target-layers：所查看的网络层名称，可输入一个或者多个网络层, 如果不设置，将使用最后一个block中的norm层。


	--preview-model：是否查看模型所有网络层。


	--method：类别激活图图可视化的方法，目前支持 GradCAM, GradCAM++, XGradCAM, EigenCAM, EigenGradCAM, LayerCAM，不区分大小写。如果不设置，默认为 GradCAM。


	--target-category：查看的目标类别，如果不设置，使用模型检测出来的类别做为目标类别。


	--save-path：保存的可视化图片的路径，默认不保存。


	--eigen-smooth：是否使用主成分降低噪音，默认不开启。


	--vit-like: 是否为 ViT 类似的 Transformer-based 网络


	--num-extra-tokens: ViT 类网络的额外的 tokens 通道数，默认使用主干网络的 num_extra_tokens。


	--aug-smooth：是否使用测试时增强


	--device：使用的计算设备，如果不设置，默认为’cpu’。


	--cfg-options：对配置文件的修改，参考学习配置文件。





备注

在指定 --target-layers 时，如果不知道模型有哪些网络层，可使用命令行添加 --preview-model 查看所有网络层名称；





如何可视化 CNN 网络的类别激活图（如 ResNet-50）

--target-layers 在 Resnet-50 中的一些示例如下:


	'backbone.layer4'，表示第四个 ResLayer 层的输出。


	'backbone.layer4.2' 表示第四个 ResLayer 层中第三个 BottleNeck 块的输出。


	'backbone.layer4.2.conv1' 表示上述 BottleNeck 块中 conv1 层的输出。





备注

对于 ModuleList 或者 Sequential 类型的网络层，可以直接使用索引的方式指定子模块。比如 backbone.layer4[-1] 和 backbone.layer4.2 是相同的，因为 layer4 是一个拥有三个子模块的 Sequential。




	使用不同方法可视化 ResNet50，默认 target-category 为模型检测的结果，使用默认推导的 target-layers。

python tools/visualizations/vis_cam.py \
    demo/bird.JPEG \
    configs/resnet/resnet50_8xb32_in1k.py \
    https://download.openmmlab.com/mmclassification/v0/resnet/resnet50_batch256_imagenet_20200708-cfb998bf.pth \
    --method GradCAM
    # GradCAM++, XGradCAM, EigenCAM, EigenGradCAM, LayerCAM







	Image

	GradCAM

	GradCAM++

	EigenGradCAM

	LayerCAM
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打印完整配置文件

print_config.py脚本脚本会解析所有输入变量，并打印完整配置信息。


说明：

tools/misc/print_config.py 脚本会逐字打印整个配置文件，并展示所有导入的文件。

python tools/misc/print_config.py ${CONFIG} [--cfg-options ${CFG_OPTIONS}]





所有参数的说明：


	config : 模型配置文件的路径。


	--cfg-options::额外的配置选项，会被合入配置文件，参考学习配置文件。






示例：

打印configs/t2t_vit/t2t-vit-t-14_8xb64_in1k.py文件的完整配置

# 打印完成的配置文件
python tools/misc/print_config.py configs/t2t_vit/t2t-vit-t-14_8xb64_in1k.py

# 将完整的配置文件保存为一个独立的配置文件
python tools/misc/print_config.py configs/t2t_vit/t2t-vit-t-14_8xb64_in1k.py > final_config.py
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数据集验证

在MMClassification中，tools/misc/verify_dataset.py 脚本会检查数据集的所有图片，查看是否有已经损坏的图片。


工具介绍

python tools/print_config.py \
    ${CONFIG} \
    [--out-path ${OUT-PATH}] \
    [--phase ${PHASE}] \
    [--num-process ${NUM-PROCESS}]
    [--cfg-options ${CFG_OPTIONS}]





所有参数说明:


	config : 配置文件的路径。


	--out-path : 输出结果路径，默认为 ‘brokenfiles.log’。


	--phase :  检查哪个阶段的数据集，可用值为 “train” 、”test” 或者 “val”， 默认为 “train”。


	--num-process : 指定的进程数，默认为1。


	--cfg-options: 额外的配置选项，会被合入配置文件，参考教程 1：如何编写配置文件 [https://mmclassification.readthedocs.io/zh_CN/latest/tutorials/config.html]。






示例：

python tools/misc/verify_dataset.py configs/t2t_vit/t2t-vit-t-14_8xb64_in1k.py --out-path broken_imgs.log --phase val --num-process 8
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日志分析工具


日志分析


日志分析工具介绍

tools/analysis_tools/analyze_logs.py 脚本绘制指定键值的变化曲线。
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模型复杂度分析


计算FLOPs 和参数数量（实验性的）

我们根据 fvcore [https://github.com/facebookresearch/fvcore/blob/main/fvcore/nn/flop_count.py] 提供了一个脚本用于计算给定模型的 FLOPs 和参数量。

python tools/analysis_tools/get_flops.py ${CONFIG_FILE} [--shape ${INPUT_SHAPE}]





所有参数说明：


	config : 配置文件的路径。


	--shape: 输入尺寸，支持单值或者双值， 如： --shape 256、--shape 224 256。默认为224 224。




你将获得如下结果：

==============================
Input shape: (3, 224, 224)
Flops: 17.582G
Params: 91.234M
Activation: 23.895M
==============================





同时，你会得到每层的详细复杂度信息，如下所示:

| module                                    | #parameters or shape   | #flops    | #activations   |
|:------------------------------------------|:-----------------------|:----------|:---------------|
| model                                     | 91.234M                | 17.582G   | 23.895M        |
|  backbone                                 |  85.799M               |  17.582G  |  23.895M       |
|   backbone.cls_token                      |   (1, 1, 768)          |           |                |
|   backbone.pos_embed                      |   (1, 197, 768)        |           |                |
|   backbone.patch_embed.projection         |   0.591M               |   0.116G  |   0.151M       |
|    backbone.patch_embed.projection.weight |    (768, 3, 16, 16)    |           |                |
|    backbone.patch_embed.projection.bias   |    (768,)              |           |                |
|   backbone.layers                         |   85.054M              |   17.466G |   23.744M      |
|    backbone.layers.0                      |    7.088M              |    1.455G |    1.979M      |
|    backbone.layers.1                      |    7.088M              |    1.455G |    1.979M      |
|    backbone.layers.2                      |    7.088M              |    1.455G |    1.979M      |
|    backbone.layers.3                      |    7.088M              |    1.455G |    1.979M      |
|    backbone.layers.4                      |    7.088M              |    1.455G |    1.979M      |
|    backbone.layers.5                      |    7.088M              |    1.455G |    1.979M      |
|    backbone.layers.6                      |    7.088M              |    1.455G |    1.979M      |
|    backbone.layers.7                      |    7.088M              |    1.455G |    1.979M      |
|    backbone.layers.8                      |    7.088M              |    1.455G |    1.979M      |
|    backbone.layers.9                      |    7.088M              |    1.455G |    1.979M      |
|    backbone.layers.10                     |    7.088M              |    1.455G |    1.979M      |
|    backbone.layers.11                     |    7.088M              |    1.455G |    1.979M      |
|   backbone.ln1                            |   1.536K               |   0.756M  |   0            |
|    backbone.ln1.weight                    |    (768,)              |           |                |
|    backbone.ln1.bias                      |    (768,)              |           |                |
|  head.layers                              |  5.435M                |           |                |
|   head.layers.pre_logits                  |   2.362M               |           |                |
|    head.layers.pre_logits.weight          |    (3072, 768)         |           |                |
|    head.layers.pre_logits.bias            |    (3072,)             |           |                |
|   head.layers.head                        |   3.073M               |           |                |
|    head.layers.head.weight                |    (1000, 3072)        |           |                |
|    head.layers.head.bias                  |    (1000,)             |           |                |






警告

警告

此工具仍处于试验阶段，我们不保证该数字正确无误。您最好将结果用于简单比较，但在技术报告或论文中采用该结果之前，请仔细检查。


	FLOPs 与输入的尺寸有关，而参数量与输入尺寸无关。默认输入尺寸为 (1, 3, 224, 224)


	一些运算不会被计入 FLOPs 的统计中，例如某些自定义运算。详细信息请参考 fvcore.nn.flop_count._DEFAULT_SUPPORTED_OPS [https://github.com/facebookresearch/fvcore/blob/main/fvcore/nn/flop_count.py]。
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TorchServe 部署

为了使用 TorchServe [https://pytorch.org/serve/] 部署一个 MMClassification 模型，需要进行以下几步：


1. 转换 MMClassification 模型至 TorchServe

python tools/torchserve/mmcls2torchserve.py ${CONFIG_FILE} ${CHECKPOINT_FILE} \
--output-folder ${MODEL_STORE} \
--model-name ${MODEL_NAME}






备注

${MODEL_STORE} 需要是一个文件夹的绝对路径。



示例：

python tools/torchserve/mmcls2torchserve.py \
  configs/resnet/resnet18_8xb32_in1k.py \
  checkpoints/resnet18_8xb32_in1k_20210831-fbbb1da6.pth \
  --output-folder ./checkpoints \
  --model-name resnet18_in1k







2. 构建 mmcls-serve docker 镜像

docker build -t mmcls-serve:latest docker/serve/







3. 运行 mmcls-serve 镜像

请参考官方文档 基于 docker 运行 TorchServe [https://github.com/pytorch/serve/blob/master/docker/README.md#running-torchserve-in-a-production-docker-environment].

为了使镜像能够使用 GPU 资源，需要安装 nvidia-docker [https://docs.nvidia.com/datacenter/cloud-native/container-toolkit/install-guide.html]。之后可以传递 --gpus 参数以在 GPU 上运。

示例：

docker run --rm \
--cpus 8 \
--gpus device=0 \
-p8080:8080 -p8081:8081 -p8082:8082 \
--mount type=bind,source=`realpath ./checkpoints`,target=/home/model-server/model-store \
mmcls-serve:latest






备注

realpath ./checkpoints 是 “./checkpoints” 的绝对路径，你可以将其替换为你保存 TorchServe 模型的目录的绝对路径。



参考 该文档 [https://github.com/pytorch/serve/blob/master/docs/rest_api.md] 了解关于推理 (8080)，管理 (8081) 和指标 (8082) 等 API 的信息。



4. 测试部署

curl http://127.0.0.1:8080/predictions/${MODEL_NAME} -T demo/demo.JPEG





您应该获得类似于以下内容的响应：

{
  "pred_label": 58,
  "pred_score": 0.38102269172668457,
  "pred_class": "water snake"
}





另外，你也可以使用 test_torchserver.py 来比较 TorchServe 和 PyTorch 的结果，并进行可视化。

python tools/torchserve/test_torchserver.py ${IMAGE_FILE} ${CONFIG_FILE} ${CHECKPOINT_FILE} ${MODEL_NAME}
[--inference-addr ${INFERENCE_ADDR}] [--device ${DEVICE}]





示例：

python tools/torchserve/test_torchserver.py \
  demo/demo.JPEG \
  configs/resnet/resnet18_8xb32_in1k.py \
  checkpoints/resnet18_8xb32_in1k_20210831-fbbb1da6.pth \
  resnet18_in1k
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添加新数据集

用户可以编写一个继承自 BasesDataset [https://mmclassification.readthedocs.io/zh_CN/latest/_modules/mmcls/datasets/base_dataset.html#BaseDataset] 的新数据集类，并重载 load_data_list(self) 方法，类似 CIFAR10 [https://github.com/open-mmlab/mmclassification/blob/master/mmcls/datasets/cifar.py] 和 ImageNet [https://github.com/open-mmlab/mmclassification/blob/master/mmcls/datasets/imagenet.py]。

通常，此方法返回一个包含所有样本的列表，其中的每个样本都是一个字典。字典中包含了必要的数据信息，例如 img 和 gt_label。

假设我们将要实现一个 Filelist 数据集，该数据集将使用文件列表进行训练和测试。注释列表的格式如下：

000001.jpg 0
000002.jpg 1
...






1. 创建数据集类

我们可以在 mmcls/datasets/filelist.py 中创建一个新的数据集类以加载数据。

from mmcls.registry import DATASETS
from .base_dataset import BaseDataset


@DATASETS.register_module()
class Filelist(BaseDataset):

    def load_data_list(self):
        assert isinstance(self.ann_file, str)

        data_list = []
        with open(self.ann_file) as f:
            samples = [x.strip().split(' ') for x in f.readlines()]
            for filename, gt_label in samples:
                img_path = add_prefix(filename, self.img_prefix)
                info = {'img_path': img_path, 'gt_label': int(gt_label)}
                data_list.append(info)
        return data_list







2. 添加进 MMCls 库

将新的数据集类加入到 mmcls/datasets/__init__.py 中：

from .base_dataset import BaseDataset
...
from .filelist import Filelist

__all__ = [
    'BaseDataset', ... ,'Filelist'
]






3. 修改相关配置文件

然后在配置文件中，为了使用 Filelist，用户可以按以下方式修改配置

train_dataloader = dict(
    ...
    dataset=dict(
        type='Filelist',
        ann_file='image_list.txt',
        pipeline=train_pipeline,
    )
)





所有继承 BaseDataset [https://github.com/open-mmlab/mmclassification/blob/master/mmcls/datasets/base_dataset.py] 的数据集类都具有懒加载以及节省内存的特性，可以参考相关文档 mmengine.basedataset [https://github.com/open-mmlab/mmengine/blob/main/docs/zh_cn/tutorials/basedataset.md]。


备注

如果数据样本时获取的字典中，只包含了 ‘img_path’ 不包含 ‘img’， 则在 pipeline 中必须包含 ‘LoadImgFromFile’。
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自定义数据处理流程（待更新）

请参见英文文档 [https://mmclassification.readthedocs.io/en/dev-1.x/advanced_guides/pipeline.html]，如果你有兴
趣参与中文文档的翻译，欢迎在 讨论区 [https://github.com/open-mmlab/mmclassification/discussions/1027]进行报名。
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自定义模型

在我们的设计中，我们定义一个完整的模型为ImageClassifer。根据功能的不同，一个ImageClassifer基本由以下4种类型的模型组件组成。


	主干网络：通常是一个特征提取网络，涵盖了模型直接绝大多数的差异，例如 ResNet、MobileNet。


	颈部：用于连接主干网络和头部的组件，例如 GlobalAveragePooling。


	头部：用于执行特定任务的组件，例如分类和回归。


	损失函数：在头部用于计算损失函数的组件，例如CrossEntropyLoss、LabelSmoothLoss。





添加新的主干网络

这里，我们以 ResNet_CIFAR 为例，展示了如何开发一个新的主干网络组件。

ResNet_CIFAR 针对 CIFAR 32x32 的图像输入，远小于大多数模型使用的ImageNet默认的224x224输入配置，所以我们将骨干网络中 kernel_size=7,stride=2
的设置替换为 kernel_size=3, stride=1，并移除了 stem 层之后的
MaxPooling，以避免传递过小的特征图到残差块中。

最简单的方式就是继承自 ResNet 并只修改 stem 层。


	创建一个新文件 mmcls/models/backbones/resnet_cifar.py。

import torch.nn as nn

from mmcls.registry import MODELS
from .resnet import ResNet


@MODELS.register_module()
class ResNet_CIFAR(ResNet):

    """ResNet backbone for CIFAR.

    （对这个主干网络的简短描述）

    Args:
        depth(int): Network depth, from {18, 34, 50, 101, 152}.
        ...
        （参数文档）
    """

    def __init__(self, depth, deep_stem=False, **kwargs):
        # 调用基类 ResNet 的初始化函数
        super(ResNet_CIFAR, self).__init__(depth, deep_stem=deep_stem **kwargs)
        # 其他特殊的初始化流程
        assert not self.deep_stem, 'ResNet_CIFAR do not support deep_stem'

    def _make_stem_layer(self, in_channels, base_channels):
        # 重载基类的方法，以实现对网络结构的修改
        self.conv1 = build_conv_layer(
            self.conv_cfg,
            in_channels,
            base_channels,
            kernel_size=3,
            stride=1,
            padding=1,
            bias=False)
        self.norm1_name, norm1 = build_norm_layer(
            self.norm_cfg, base_channels, postfix=1)
        self.add_module(self.norm1_name, norm1)
        self.relu = nn.ReLU(inplace=True)

    def forward(self, x):
        # 如果需要的话，可以自定义forward方法
        x = self.conv1(x)
        x = self.norm1(x)
        x = self.relu(x)
        outs = []
        for i, layer_name in enumerate(self.res_layers):
            res_layer = getattr(self, layer_name)
            x = res_layer(x)
            if i in self.out_indices:
                outs.append(x)
        # 输出值需要是一个包含不同层多尺度输出的元组
        # 如果不需要多尺度特征，可以直接在最终输出上包一层元组
        return tuple(outs)

    def init_weights(self):
        # 如果需要的话，可以自定义权重初始化的方法
        super().init_weights()

        # 如果有预训练模型，则不需要进行权重初始化
        if self.init_cfg is not None and self.init_cfg['type'] == 'Pretrained':
            return

        # 通常来说，我们建议用`init_cfg`去列举不同层权重初始化方法
        # 包括卷积层，线性层，归一化层等等
        # 如果有特殊需要，可以在这里进行额外的初始化操作
        ...










备注

在 OpenMMLab 2.0 的设计中，将原有的BACKBONES、NECKS、HEADS、LOSSES等注册名统一为MODELS.




	在 mmcls/models/backbones/__init__.py 中导入新模块

...
from .resnet_cifar import ResNet_CIFAR

__all__ = [
    ..., 'ResNet_CIFAR'
]







	在配置文件中使用新的主干网络

model = dict(
    ...
    backbone=dict(
        type='ResNet_CIFAR',
        depth=18,
        other_arg=xxx),
    ...











添加新的颈部组件

这里我们以 GlobalAveragePooling 为例。这是一个非常简单的颈部组件，没有任何参数。

要添加新的颈部组件，我们主要需要实现 forward 函数，该函数对主干网络的输出进行
一些操作并将结果传递到头部。


	创建一个新文件 mmcls/models/necks/gap.py

import torch.nn as nn

from mmcls.registry import MODELS

@MODELS.register_module()
class GlobalAveragePooling(nn.Module):

    def __init__(self):
        self.gap = nn.AdaptiveAvgPool2d((1, 1))

    def forward(self, inputs):
        # 简单起见，我们默认输入是一个张量
        outs = self.gap(inputs)
        outs = outs.view(inputs.size(0), -1)
        return outs







	在 mmcls/models/necks/__init__.py 中导入新模块

...
from .gap import GlobalAveragePooling

__all__ = [
    ..., 'GlobalAveragePooling'
]







	修改配置文件以使用新的颈部组件

model = dict(
    neck=dict(type='GlobalAveragePooling'),
)











添加新的头部组件

在此，我们以一个简化的 VisionTransformerClsHead 为例，说明如何开发新的头部组件。

要添加一个新的头部组件，基本上我们需要实现 pre_logits 函数用于进入最后的分类头之前需要的处理，
以及 forward 函数。


	创建一个文件 mmcls/models/heads/vit_head.py.

import torch.nn as nn

from mmcls.registry import MODELS
from .cls_head import ClsHead


@MODELS.register_module()
class LinearClsHead(ClsHead):

    def __init__(self, num_classes, in_channels, hidden_dim, **kwargs):
        super().__init__(**kwargs)
        self.in_channels = in_channels
        self.num_classes = num_classes
        self.hidden_dim = hidden_dim

        self.fc1 = nn.Linear(in_channels, hidden_dim)
        self.act = nn.Tanh()
        self.fc2 = nn.Linear(hidden_dim, num_classes)

    def pre_logits(self, feats):
        # 骨干网络的输出通常包含多尺度信息的元组
        # 对于分类任务来说，我们只需要关注最后的输出
        feat = feats[-1]

        # VisionTransformer的最终输出是一个包含patch tokens和cls tokens的元组
        # 这里我们只需要cls tokens
        _, cls_token = feat

        # 完成除了最后的线性分类头以外的操作
        return self.act(self.fc1(cls_token))

    def forward(self, feats):
        pre_logits = self.pre_logits(feats)

        # 完成最后的分类头
        cls_score = self.fc(pre_logits)
        return cls_score







	在 mmcls/models/heads/__init__.py 中导入这个模块

...
from .vit_head import VisionTransformerClsHead

__all__ = [
    ..., 'VisionTransformerClsHead'
]







	修改配置文件以使用新的头部组件。

model = dict(
    head=dict(
        type='VisionTransformerClsHead',
        ...,
    ))











添加新的损失函数

要添加新的损失函数，我们主要需要在损失函数模块中 forward 函数。这里需要注意的是，损失模块也应该注册到MODELS中。另外，利用装饰器 weighted_loss 可以方便的实现对每个元素的损失进行加权平均。

假设我们要模拟从另一个分类模型生成的概率分布，需要添加 L1loss 来实现该目的。


	创建一个新文件 mmcls/models/losses/l1_loss.py

import torch
import torch.nn as nn

from mmcls.registry import MODELS
from .utils import weighted_loss

@weighted_loss
def l1_loss(pred, target):
    assert pred.size() == target.size() and target.numel() > 0
    loss = torch.abs(pred - target)
    return loss

@MODELS.register_module()
class L1Loss(nn.Module):

    def __init__(self, reduction='mean', loss_weight=1.0):
        super(L1Loss, self).__init__()
        self.reduction = reduction
        self.loss_weight = loss_weight

    def forward(self,
                pred,
                target,
                weight=None,
                avg_factor=None,
                reduction_override=None):
        assert reduction_override in (None, 'none', 'mean', 'sum')
        reduction = (
            reduction_override if reduction_override else self.reduction)
        loss = self.loss_weight * l1_loss(
            pred, target, weight, reduction=reduction, avg_factor=avg_factor)
        return loss







	在文件 mmcls/models/losses/__init__.py 中导入这个模块

...
from .l1_loss import L1Loss

__all__ = [
    ..., 'L1Loss'
]







	修改配置文件中的 loss 字段以使用新的损失函数

model = dict(
    head=dict(
        loss=dict(type='L1Loss', loss_weight=1.0),
    ))









最后我们可以在配置文件中结合所有新增的模型组件来使用新的模型。由于ResNet_CIFAR 不是一个基于ViT的骨干网络，这里我们不用VisionTransformerClsHead的配置。

model = dict(
    type='ImageClassifier',
    backbone=dict(
        type='ResNet_CIFAR',
        depth=18,
        num_stages=4,
        out_indices=(3, ),
        style='pytorch'),
    neck=dict(type='GlobalAveragePooling'),
    head=dict(
        type='LinearClsHead',
        num_classes=10,
        in_channels=512,
        loss=dict(type='L1Loss', loss_weight=1.0),
        topk=(1, 5),
    ))







小技巧

为了方便，相同的模型组件可以直接从已有的config文件里继承，更多细节可以参考学习配置文件。
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自定义训练优化策略

在我们的算法库中，已经提供了通用数据集（如ImageNet，CIFAR）的默认训练策略配置 [https://github.com/open-mmlab/mmclassification/blob/master/configs/_base_/schedules]。如果想要在这些数据集上继续提升模型性能，或者在不同数据集和方法上进行新的尝试，我们通常需要修改这些默认的策略。

在本教程中，我们将介绍如何在运行自定义训练时，通过修改配置文件进行构造优化器、参数化精细配置、梯度裁剪、梯度累计以及定制动量调整策略等。同时也会通过模板简单介绍如何自定义开发优化器和构造器。


配置训练优化策略

我们通过 optim_wrapper 来配置主要的优化策略，包括优化器的选择，混合精度训练的选择，参数化精细配置，梯度裁剪以及梯度累计。接下来将分别介绍这些内容。


构造 PyTorch 内置优化器

MMClassification 支持 PyTorch 实现的所有优化器，仅需在配置文件中，指定优化器封装需要的 optimizer 字段。

如果要使用 SGD [https://pytorch.org/docs/stable/generated/torch.optim.SGD.html#torch.optim.SGD]，则修改如下。这里要注意所有优化相关的配置都需要封装在 optim_wrapper 配置里。

optim_wrapper = dict(
    type='OptimWrapper',
    optimizer=dict(type='SGD', lr=0.0003, weight_decay=0.0001)
)






备注

配置文件中的 ‘type’ 不是构造时的参数，而是 PyTorch 内置优化器的类名。
更多优化器选择可以参考PyTorch 支持的优化器列表 [https://pytorch.org/docs/stable/optim.html#algorithms]。



要修改模型的学习率，只需要在优化器的配置中修改 lr 即可。
要配置其他参数，可直接根据 PyTorch API 文档 [https://pytorch.org/docs/stable/optim.html#module-torch.optim] 进行。

例如，如果想使用 Adam [https://pytorch.org/docs/stable/generated/torch.optim.Adam.html#torch.optim.Adam] 并设置参数为 torch.optim.Adam(params, lr=0.001, betas=(0.9, 0.999), eps=1e-08, weight_decay=0, amsgrad=False)。
则需要进行如下修改：

optim_wrapper = dict(
    type='OptimWrapper',
    optimizer = dict(
        type='Adam',
        lr=0.001,
        betas=(0.9, 0.999),
        eps=1e-08,
        weight_decay=0,
        amsgrad=False),
)






备注

考虑到对于单精度训练来说，优化器封装的默认类型就是 OptimWrapper，我们在这里可以直接省略，因此配置文件可以进一步简化为：

optim_wrapper = dict(
    optimizer=dict(
        type='Adam',
        lr=0.001,
        betas=(0.9, 0.999),
        eps=1e-08,
        weight_decay=0,
        amsgrad=False))









混合精度训练

如果我们想要使用混合精度训练（Automactic Mixed Precision），我们只需简单地将 optim_wrapper 的类型改为 AmpOptimWrapper。

optim_wrapper = dict(type='AmpOptimWrapper', optimizer=...)





另外，为了方便，我们同时在启动训练脚本 tools/train.py 中提供了 --amp 参数作为开启混合精度训练的开关，更多细节可以参考训练与测试教程。



参数化精细配置

在一些模型中，不同的优化策略需要适应特定的参数，例如不在 BatchNorm 层使用权重衰减，或者在不同层使用不同的学习率等等。
我们需要用到 optim_wrapper 中的 paramwise_cfg 参数来进行精细化配置。


	为不同类型的参数设置超参乘子

例如，我们可以在 paramwise_cfg 配置中设置 norm_decay_mult=0. 来改变归一化层权重和偏移的衰减为0。

optim_wrapper = dict(
    optimizer=dict(type='SGD', lr=0.8, weight_decay=1e-4),
    paramwise_cfg=dict(norm_decay_mult=0.))





支持更多类型的参数配置，参考以下列表：


	lr_mult：所有参数的学习率系数


	decay_mult：所有参数的衰减系数


	bias_lr_mult：偏置的学习率系数（不包括正则化层的偏置以及可变形卷积的 offset），默认值为 1


	bias_decay_mult：偏置的权值衰减系数（不包括正则化层的偏置以及可变形卷积的 offset），默认值为 1


	norm_decay_mult：正则化层权重和偏置的权值衰减系数，默认值为 1


	dwconv_decay_mult：Depth-wise 卷积的权值衰减系数，默认值为 1


	bypass_duplicate：是否跳过重复的参数，默认为 False


	dcn_offset_lr_mult：可变形卷积（Deformable Convolution）的学习率系数，默认值为 1






	为特定参数设置超参乘子

MMClassification 通过 paramwise_cfg 的 custom_keys 参数来配置特定参数的超参乘子。

例如，我们可以通过以下配置来设置所有 backbone.layer0 层的学习率和权重衰减为0， backbone 的其余层和优化器保持一致，另外 head 层的学习率为0.001.

optim_wrapper = dict(
    optimizer=dict(type='SGD', lr=0.01, weight_decay=0.0001),
    paramwise_cfg=dict(
        custom_keys={
            'backbone.layer0': dict(lr_mult=0, decay_mult=0),
            'backbone': dict(lr_mult=1),
            'head': dict(lr_mult=0.1)
        }))











梯度裁剪

在训练过程中，损失函数可能接近于一些异常陡峭的区域，从而导致梯度爆炸。而梯度裁剪可以帮助稳定训练过程，更多介绍可以参见该页面 [https://paperswithcode.com/method/gradient-clipping]。

目前我们支持在 optim_wrapper 字段中添加 clip_grad 参数来进行梯度裁剪，更详细的参数可参考 PyTorch 文档 [https://pytorch.org/docs/stable/generated/torch.nn.utils.clip_grad_norm_.html#torch.nn.utils.clip_grad_norm_]。

用例如下：

optim_wrapper = dict(
    optimizer=dict(type='SGD', lr=0.01, weight_decay=0.0001),
    # norm_type: 使用的范数类型，此处使用范数2。
    clip_grad=dict(max_norm=35, norm_type=2))







梯度累计

计算资源缺乏缺乏时，每个训练批次的大小（batch size）只能设置为较小的值，这可能会影响模型的性能。

可以使用梯度累计来规避这一问题。我们支持在 optim_wrapper 字段中添加 accumulative_counts 参数来进行梯度累计。

用例如下：

train_dataloader = dict(batch_size=64)
optim_wrapper = dict(
    optimizer=dict(type='SGD', lr=0.01, weight_decay=0.0001),
    accumulative_counts=4)





表示训练时，每 4 个 iter 执行一次反向传播。由于此时单张 GPU 上的批次大小为 64，也就等价于单张 GPU 上一次迭代的批次大小为 256，也即：

train_dataloader = dict(batch_size=256)
optim_wrapper = dict(
    optimizer=dict(type='SGD', lr=0.01, weight_decay=0.0001))








配置参数优化策略

在训练过程中，优化参数例如学习率、动量，通常不会是固定不变，而是随着训练进程的变化而调整。PyTorch 支持一些学习率调整的调度器，但是不足以完成复杂的策略。在MMClassification中，我们提供 param_scheduler 来更好地控制不同优化参数的策略。


配置学习率调整策略

深度学习研究中，广泛应用学习率衰减来提高网络的性能。我们支持大多数 PyTorch 学习率调度器， 其中包括 ExponentialLR, LinearLR, StepLR, MultiStepLR 等等。


	单个学习率策略

多数情况下，我们使用单一学习率策略，这里 param_scheduler 会是一个字典。比如在默认的 ResNet 网络训练中，我们使用阶梯式的学习率衰减策略 MultiStepLR [https://mmengine.readthedocs.io/zh_CN/latest/api/generated/mmengine.optim.MultiStepLR.html#mmengine.optim.MultiStepLR]，配置文件为：

param_scheduler = dict(
    type='MultiStepLR',
    by_epoch=True,
    milestones=[100, 150],
    gamma=0.1)





或者我们想使用 CosineAnnealingLR [https://mmengine.readthedocs.io/zh_CN/latest/api/generated/mmengine.optim.CosineAnnealingLR.html#mmengine.optim.CosineAnnealingLR] 来进行学习率衰减：

param_scheduler = dict(
    type='CosineAnnealingLR',
    by_epoch=True,
    T_max=num_epochs)







	多个学习率策略

然而在一些其他情况下，为了提高模型的精度，通常会使用多种学习率策略。例如，在训练的早期阶段，网络容易不稳定，而学习率的预热就是为了减少这种不稳定性。

整个学习过程中，学习率将会通过预热从一个很小的值逐步提高到预定值，再会通过其他的策略进一步调整。

在 MMClassification 中，我们同样使用 param_scheduler ，将多种学习策略写成列表就可以完成上述预热策略的组合。

例如：


	在前50次迭代中逐迭代次数地线性预热




  param_scheduler = [
      # 逐迭代次数，线性预热
      dict(type='LinearLR',
          start_factor=0.001,
          by_epoch=False,  # 逐迭代次数
          end=50),  # 只预热50次迭代次数
      # 主要的学习率策略
      dict(type='MultiStepLR',
          by_epoch=True,
          milestones=[8, 11],
          gamma=0.1)
  ]






	在前10轮迭代中逐迭代次数地线性预热




  param_scheduler = [
      # 在前10轮迭代中，逐迭代次数，线性预热
      dict(type='LinearLR',
          start_factor=0.001,
          by_epoch=True,
          end=10,
          convert_to_iter_based=True,  # 逐迭代次数更新学习率.
      ),
      # 在 10 轮次后，通过余弦退火衰减
      dict(type='CosineAnnealingLR', by_epoch=True, begin=10)
  ]





注意这里增加了 begin 和 end 参数，这两个参数指定了调度器的生效区间。生效区间通常只在多个调度器组合时才需要去设置，使用单个调度器时可以忽略。当指定了 begin 和 end 参数时，表示该调度器只在 [begin, end) 区间内生效，其单位是由 by_epoch 参数决定。在组合不同调度器时，各调度器的 by_epoch 参数不必相同。如果没有指定的情况下，begin 为 0， end 为最大迭代轮次或者最大迭代次数。

如果相邻两个调度器的生效区间没有紧邻，而是有一段区间没有被覆盖，那么这段区间的学习率维持不变。而如果两个调度器的生效区间发生了重叠，则对多组调度器叠加使用，学习率的调整会按照调度器配置文件中的顺序触发（行为与 PyTorch 中 ChainedScheduler [https://pytorch.org/docs/stable/generated/torch.optim.lr_scheduler.ChainedScheduler.html#torch.optim.lr_scheduler.ChainedScheduler] 一致）。


小技巧

为了避免学习率曲线与预期不符， 配置完成后，可以使用 MMClassification 提供的 学习率可视化工具 画出对应学习率调整曲线。









配置动量调整策略

MMClassification 支持动量调度器根据学习率修改优化器的动量，从而使损失函数收敛更快。用法和学习率调度器一致。

我们支持的动量策略和详细的使用细节可以参考这里 [https://github.com/open-mmlab/mmengine/blob/main/mmengine/optim/scheduler/momentum_scheduler.py]。我们只将调度器中的 LR 替换为了 Momentum，动量策略可以直接追加 param_scheduler 列表中。

这里是一个用例：

param_scheduler = [
    # 学习率策略
    dict(type='LinearLR', ...),
    # 动量策略
    dict(type='LinearMomentum',
         start_factor=0.001,
         by_epoch=False,
         begin=0,
         end=1000)
]








新增优化器或者优化器构造器


备注

本部分将修改 MMClassification 源码或者向 MMClassification 框架添加代码，初学者可跳过。




新增优化器

在学术研究和工业实践中，可能需要使用 MMClassification 未实现的优化方法，可以通过以下方法添加。


1. 定义一个新的优化器

一个自定义的优化器可根据如下规则进行定制：

假设我们想添加一个名为 MyOptimzer 的优化器，其拥有参数 a, b 和 c。
可以创建一个名为 mmcls/engine/optimizer 的文件夹，并在目录下的一个文件，如 mmcls/engine/optimizer/my_optimizer.py 中实现该自定义优化器：

from mmcls.registry import OPTIMIZERS
from torch.optim import Optimizer


@OPTIMIZERS.register_module()
class MyOptimizer(Optimizer):

    def __init__(self, a, b, c):
        ...

    def step(self, closure=None):
        ...







2. 注册优化器

要注册上面定义的上述模块，首先需要将此模块导入到主命名空间中。有两种方法可以实现它。


	修改 mmcls/engine/optimizers/__init__.py，将其导入至 mmcls.engine 包。

# 在 mmcls/engine/optimizers/__init__.py 中
...
from .my_optimizer import MyOptimizer # MyOptimizer 是我们自定义的优化器的名字

__all__ = [..., 'MyOptimizer']





在运行过程中，我们会自动导入 mmcls.engine 包并同时注册 MyOptimizer。



	在配置中使用 custom_imports 手动导入

custom_imports = dict(
    imports=['mmcls.engine.optimizers.my_optimizer'],
    allow_failed_imports=False,
)





mmcls.engine.optimizers.my_optimizer 模块将会在程序开始阶段被导入，MyOptimizer 类会随之自动被注册。
注意，这里只需要导入包含 MyOptmizer 类的包。如果填写mmcls.engine.optimizers.my_optimizer.MyOptimizer 则 不会 被直接导入。







3. 在配置文件中指定优化器

之后，用户便可在配置文件的 optim_wrapper.optimizer 域中使用 MyOptimizer：

optim_wrapper = dict(
    optimizer=dict(type='MyOptimizer', a=a_value, b=b_value, c=c_value))








新增优化器构造器

某些模型可能具有一些特定于参数的设置以进行优化，例如 为所有 BatchNorm 层设置不同的权重衰减。

尽管我们已经可以使用 optim_wrapper.paramwise_cfg 字段来配置特定参数的优化设置，但可能仍然无法覆盖你的需求。

当然你可以在此基础上进行修改。我们默认使用 DefaultOptimWrapperConstructor [https://mmengine.readthedocs.io/zh_CN/latest/api/generated/mmengine.optim.DefaultOptimWrapperConstructor.html#mmengine.optim.DefaultOptimWrapperConstructor] 来构造优化器。在构造过程中，通过 paramwise_cfg 来精细化配置不同设置。这个默认构造器可以作为新优化器构造器实现的模板。

我们可以新增一个优化器构造器来覆盖这些行为。

# 在 mmcls/engine/optimizers/my_optim_constructor.py 中
from mmengine.optim import DefaultOptimWrapperConstructor
from mmcls.registry import OPTIM_WRAPPER_CONSTRUCTORS


@OPTIM_WRAPPER_CONSTRUCTORS.register_module()
class MyOptimWrapperConstructor:

    def __init__(self, optim_wrapper_cfg, paramwise_cfg=None):
        ...

    def __call__(self, model):
        ...





接下来类似 新增优化器教程 来导入并使用新的优化器构造器。


	修改 mmcls/engine/optimizers/__init__.py，将其导入至 mmcls.engine 包。

# 在 mmcls/engine/optimizers/__init__.py 中
...
from .my_optim_constructor import MyOptimWrapperConstructor

__all__ = [..., 'MyOptimWrapperConstructor']







	在配置文件的 optim_wrapper.constructor 字段中使用 MyOptimWrapperConstructor 。

optim_wrapper = dict(
    constructor=dict(type='MyOptimWrapperConstructor'),
    optimizer=...,
    paramwise_cfg=...,
)
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自定义运行参数

运行参数配置包括许多有用的功能，如权重文件保存、日志配置等等，在本教程中，我们将介绍如何配置这些功能。



保存权重文件

权重文件保存功能是一个在训练阶段默认注册的钩子， 你可以通过配置文件中的 default_hooks.checkpoint 字段配置它。


备注

钩子机制在 OpenMMLab 开源算法库中应用非常广泛。通过钩子，你可以在不修改运行器的主要执行逻辑的情况下插入许多功能。

可以通过相关文章 [https://mmengine.readthedocs.io/zh_CN/latest/tutorials/hook.html]进一步理解钩子。



默认配置:

default_hooks = dict(
    ...
    checkpoint = dict(type='CheckpointHook', interval=1)
    ...
)





下面是一些权重文件钩子(CheckpointHook) [https://mmengine.readthedocs.io/zh_CN/latest/api/generated/mmengine.hooks.CheckpointHook.html#mmengine.hooks.CheckpointHook]的常用可配置参数。


	interval (int): 文件保存周期。如果使用-1，它将永远不会保存权重。


	by_epoch (bool): 选择 interval 是基于epoch还是基于iteration， 默认为 True.


	out_dir (str): 保存权重文件的根目录。如果不指定，检查点将被保存在工作目录中。如果指定，检查点将被保存在 out_dir 的子文件夹中。


	max_keep_ckpts (int): 要保留的权重文件数量。在某些情况下，为了节省磁盘空间，我们希望只保留最近的几个权重文件。默认为-1，也就是无限制。


	save_best (str, List[str]): 如果指定，它将保存具有最佳评估结果的权重。
通常情况下，你可以直接使用save_best="auto"来自动选择评估指标。
而如果你想要更高级的配置，请参考权重文件钩子(CheckpointHook) [https://mmengine.readthedocs.io/zh_CN/latest/api/generated/mmengine.hooks.CheckpointHook.html#mmengine.hooks.CheckpointHook]。






权重加载 / 断点训练

在配置文件中，你可以加载指定模型权重或者断点继续训练，如下所示:

# 从指定权重文件加载
load_from = "Your checkpoint path"

# 是否从加载的断点继续训练
resume = False





load_from字段可以是本地路径，也可以是HTTP路径。你可以从检查点恢复训练，方法是指定 resume=True。


小技巧

你也可以通过指定 load_from=None 和 resume=True 启用从最新的断点自动恢复。
Runner执行器将自动从工作目录中找到最新的权重文件。



如果你用我们的tools/train.py脚本来训练模型，你只需使用 --resume 参数来恢复训练，就不用手动修改配置文件了。如下所示:

# 自动从最新的断点恢复
python tools/train.py configs/resnet/resnet50_8xb32_in1k.py --resume

# 从指定的断点恢复
python tools/train.py configs/resnet/resnet50_8xb32_in1k.py --resume checkpoints/resnet.pth







随机性(Randomness)配置

为了让实验尽可能是可复现的， 我们在 randomness 字段中提供了一些控制随机性的选项。

默认情况下，我们不会在配置文件中指定随机数种子，在每次实验中，程序会生成一个不同的随机数种子。

默认配置:

randomness = dict(seed=None, deterministic=False)





为了使实验更具可复现性，你可以指定一个种子并设置deterministic=True。
deterministic选项的使用效果可以在这里 [https://pytorch.org/docs/stable/notes/randomness.html#cuda-convolution-benchmarking]找到。



日志配置

日志的配置与多个字段有关。

在log_level字段中，你可以指定全局日志级别。参见 Logging Levels [https://docs.python.org/3/library/logging.html#levels] 以获得日志级别列表。

log_level = 'INFO'





在 default_hooks.logger 字段中，你可以指定训练和测试期间的日志间隔。
而所有可用的参数可以在日志钩子文档 [https://mmengine.readthedocs.io/zh_CN/latest/api/generated/mmengine.hooks.LoggerHook.html#mmengine.hooks.LoggerHook]中找到。

default_hooks = dict(
    ...
    # 每100次迭代就打印一次日志
    logger=dict(type='LoggerHook', interval=100),
    ...
)





在 log_processor 字段中，你可以指定日志信息的平滑方法。
通常，我们使用一个长度为10的窗口来平滑日志中的值，并输出所有信息的平均值。
如果你想特别指定某些信息的平滑方法，请参阅日志处理器文档 [https://mmengine.readthedocs.io/zh_CN/latest/api/generated/mmengine.runner.LogProcessor.html#mmengine.runner.LogProcessor]

# 默认设置，它将通过一个10长度的窗口平滑训练日志中的值
log_processor = dict(window_size=10)





在 visualizer 字段中，你可以指定多个后端来保存日志信息，如TensorBoard和WandB。
更多的细节可以在可视化工具找到。



自定义钩子

上述许多功能是由钩子实现的，你也可以通过修改 custom_hooks 字段来插入其他的自定义钩子。
下面是MMEngine和MMClassification中的一些钩子，你可以直接使用，例如：


	EMAHook


	SyncBuffersHook [https://mmengine.readthedocs.io/zh_CN/latest/api/generated/mmengine.hooks.SyncBuffersHook.html#mmengine.hooks.SyncBuffersHook]


	EmptyCacheHook [https://mmengine.readthedocs.io/zh_CN/latest/api/generated/mmengine.hooks.EmptyCacheHook.html#mmengine.hooks.EmptyCacheHook]


	ClassNumCheckHook


	……




例如，EMA（Exponential Moving Average）在模型训练中被广泛使用，你可以以下方式启用它：

custom_hooks = [
    dict(type='EMAHook', momentum=4e-5, priority='ABOVE_NORMAL'),
]







验证可视化

验证可视化钩子是一个验证过程中默认注册的钩子。
你可以在 default_hooks.visualization 字段中来配置它。

默认情况下，我们禁用这个钩子，你可以通过指定enable=True来启用它。而更多的参数可以在
可视化钩子文档中找到。

default_hooks = dict(
    ...
    visualization=dict(type='VisualizationHook', enable=False),
    ...
)





这个钩子将在验证数据集中选择一部分图像，在每次验证过程中记录并可视化它们的预测结果。
你可以用它来观察训练期间模型在实际图像上的性能变化。

此外，如果你的验证数据集中的图像很小（<100， 如Cifra数据集），
你可以指定 rescale_factor 来缩放它们，如 rescale_factor=2., 将可视化的图像放大两倍。



Visualizer

Visualizer用于记录训练和测试过程中的各种信息，包括日志、图像和标量。
默认情况下，记录的信息将被保存在工作目录下的 vis_data 文件夹中。

默认配置:

visualizer = dict(
    type='ClsVisualizer',
    vis_backends=[
        dict(type='LocalVisBackend'),
    ]
)





通常，最有用的功能是将日志和标量如 loss 保存到不同的后端。
例如，要把它们保存到TensorBoard，只需像下面这样设置：

visualizer = dict(
    type='ClsVisualizer',
    vis_backends=[
        dict(type='LocalVisBackend'),
        dict(type='TensorboardVisBackend'),
    ]
)





或者像下面这样把它们保存到WandB：

visualizer = dict(
    type='ClsVisualizer',
    vis_backends=[
        dict(type='LocalVisBackend'),
        dict(type='WandbVisBackend'),
    ]
)







环境配置

在 env_cfg 字段中，你可以配置一些底层的参数，如cuDNN、多进程和分布式通信。

在修改这些参数之前，请确保你理解这些参数的含义。

env_cfg = dict(
    # 是否启用cudnn基准测试
    cudnn_benchmark=False,

    # 设置多进程参数
    mp_cfg=dict(mp_start_method='fork', opencv_num_threads=0),

    # 设置分布式参数
    dist_cfg=dict(backend='nccl'),
)







FAQ


	load_from 和 init_cfg 之间的关系是什么？


	load_from: 如果resume=False，只导入模型权重，主要用于加载训练过的模型；
如果 resume=True ，加载所有的模型权重、优化器状态和其他训练信息，主要用于恢复中断的训练。


	init_cfg: 你也可以指定init=dict(type="Pretrained", checkpoint=xxx)来加载权重，
表示在模型权重初始化时加载权重，通常在训练的开始阶段执行。
主要用于微调预训练模型，你可以在骨干网络的配置中配置它，还可以使用 prefix 字段来只加载对应的权重，例如：

model = dict(
   backbone=dict(
       type='ResNet',
       depth=50,
       init_cfg=dict(type='Pretrained', checkpoints=xxx, prefix='backbone'),
   )
   ...
)





参见 微调模型 以了解更多关于模型微调的细节。







	default_hooks 和 custom_hooks 之间有什么区别？

几乎没有区别。通常，default_hooks 字段用于指定几乎所有实验都会使用的钩子，
而 custom_hooks 字段指部分实验特有的钩子。

另一个区别是 default_hooks 是一个字典，而 custom_hooks 是一个列表，请不要混淆。



	在训练期间，我没有收到训练日志，这是什么原因？

如果你的训练数据集很小，而批处理量却很大，我们默认的日志间隔可能太大，无法记录你的训练日志。

你可以缩减日志间隔，再试一次，比如:

default_hooks = dict(
    ...
    logger=dict(type='LoggerHook', interval=10),
    ...
)
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自定义评估指标（待更新）

请参见英文文档 [https://mmclassification.readthedocs.io/en/dev-1.x/advanced_guides/evaluation.html]，如果你有兴
趣参与中文文档的翻译，欢迎在 讨论区 [https://github.com/open-mmlab/mmclassification/discussions/1027]进行报名。
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数据流（待更新）
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MMCLS 中的约定


配置文件命名规则

MMClassification 按照以下风格进行配置文件命名，代码库的贡献者需要遵循相同的命名规则。文件名总体分为四部分：算法信息，模块信息，训练信息和数据信息。逻辑上属于不同部分的单词之间用下划线 '_' 连接，同一部分有多个单词用短横线 '-' 连接。

{algorithm info}_{module info}_{training info}_{data info}.py






	algorithm info：算法信息，算法名称或者网络架构，如 resnet 等；


	module info： 模块信息，因任务而异，用以表示一些特殊的 neck、head 和 pretrain 信息；


	training info：一些训练信息，训练策略设置，包括 batch size，schedule 以及数据增强等；


	data info：数据信息，数据集名称、模态、输入尺寸等，如 imagenet, cifar 等；





算法信息

指论文中的算法名称缩写，以及相应的分支架构信息。例如：


	resnet50


	mobilenet-v3-large


	vit-small-patch32   : patch32 表示 ViT 切分的分块大小


	seresnext101-32x4d  : SeResNet101 基本网络结构，32x4d 表示在 Bottleneck 中  groups 和 width_per_group 分别为32和4






模块信息

指一些特殊的 neck 、head 或者 pretrain 的信息， 在分类中常见为预训练信息，比如：


	in21k-pre : 在 ImageNet21k 上预训练


	in21k-pre-3rd-party : 在 ImageNet21k 上预训练，其权重来自其他仓库






训练信息

训练策略的一些设置，包括训练类型、 batch size、 lr schedule、 数据增强以及特殊的损失函数等等,比如:
Batch size 信息：


	格式为{gpu x batch_per_gpu}, 如 8xb32




训练类型(主要见于 transformer 网络，如 ViT 算法，这类算法通常分为预训练和微调两种模式):


	ft : Finetune config，用于微调的配置文件


	pt : Pretrain config，用于预训练的配置文件




训练策略信息，训练策略以复现配置文件为基础，此基础不必标注训练策略。但如果在此基础上进行改进，则需注明训练策略，按照应用点位顺序排列，如：{pipeline aug}-{train aug}-{loss trick}-{scheduler}-{epochs}


	coslr-200e : 使用 cosine scheduler, 训练 200 个 epoch


	autoaug-mixup-lbs-coslr-50e : 使用了 autoaug、mixup、label smooth、cosine scheduler, 训练了 50 个轮次






数据信息


	in1k : ImageNet1k 数据集，默认使用 224x224 大小的图片


	in21k : ImageNet21k 数据集，有些地方也称为 ImageNet22k 数据集，默认使用 224x224 大小的图片


	in1k-384px : 表示训练的输出图片大小为 384x384


	cifar100






配置文件命名案例

repvgg-D2se_deploy_4xb64-autoaug-lbs-mixup-coslr-200e_in1k.py






	repvgg-D2se:  算法信息


	repvgg: 主要算法名称。


	D2se: 模型的结构。






	deploy:模块信息，该模型为推理状态。


	4xb64-autoaug-lbs-mixup-coslr-200e: 训练信息


	4xb64: 使用4块 GPU 并且 每块 GPU 的批大小为64。


	autoaug: 使用 AutoAugment 数据增强方法。


	lbs: 使用 label smoothing 损失函数。


	mixup: 使用 mixup 训练增强方法。


	coslr: 使用 cosine scheduler 优化策略。


	200e: 训练 200 轮次。






	in1k: 数据信息。 配置文件用于 ImageNet1k 数据集上使用 224x224 大小图片训练。






权重命名规则

权重的命名主要包括配置文件名，日期和哈希值。

{config_name}_{date}-{hash}.pth
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模型库统计

在本页面中，我们列举了我们支持的所有算法。你可以点击链接跳转至对应的模型详情页面。

另外，我们还列出了我们提供的所有模型权重文件。你可以使用排序和搜索功能找到需要的模型权重，并使用链接跳转至模型详情页面。


所有已支持的算法


	论文数量：54


	Algorithm: 54






	模型权重文件数量：416


	[Algorithm] MobileNetV2: Inverted Residuals and Linear Bottlenecks (1 ckpts)


	[Algorithm] Searching for MobileNetV3 (6 ckpts)


	[Algorithm] Deep Residual Learning for Image Recognition (25 ckpts)


	[Algorithm] Res2Net: A New Multi-scale Backbone Architecture (3 ckpts)


	[Algorithm] Aggregated Residual Transformations for Deep Neural Networks (4 ckpts)


	[Algorithm] Squeeze-and-Excitation Networks (2 ckpts)


	[Algorithm] ShuffleNet: An Extremely Efficient Convolutional Neural Network for Mobile Devices (1 ckpts)


	[Algorithm] ShuffleNet V2: Practical Guidelines for Efficient CNN Architecture Design (1 ckpts)


	[Algorithm] Swin Transformer: Hierarchical Vision Transformer using Shifted Windows (14 ckpts)


	[Algorithm] Very Deep Convolutional Networks for Large-Scale Image (8 ckpts)


	[Algorithm] RepVGG: Making VGG-style ConvNets Great Again (12 ckpts)


	[Algorithm] Transformer in Transformer (1 ckpts)


	[Algorithm] An Image is Worth 16x16 Words: Transformers for Image Recognition at Scale (8 ckpts)


	[Algorithm] Tokens-to-Token ViT: Training Vision Transformers from Scratch on ImageNet (3 ckpts)


	[Algorithm] TinyViT: Fast Pretraining Distillation for Small Vision Transformers (8 ckpts)


	[Algorithm] MLP-Mixer: An all-MLP Architecture for Vision (2 ckpts)


	[Algorithm] Conformer: Local Features Coupling Global Representations for Visual Recognition (4 ckpts)


	[Algorithm] Designing Network Design Spaces (16 ckpts)


	[Algorithm] Training data-efficient image transformers & distillation through attention (9 ckpts)


	[Algorithm] Twins: Revisiting the Design of Spatial Attention in Vision Transformers (6 ckpts)


	[Algorithm] EfficientNet: Rethinking Model Scaling for Convolutional Neural Networks (32 ckpts)


	[Algorithm] A ConvNet for the 2020s (23 ckpts)


	[Algorithm] Deep High-Resolution Representation Learning for Visual Recognition (9 ckpts)


	[Algorithm] RepMLP: Re-parameterizing Convolutions into Fully-connected Layers for Image Recognition (2 ckpts)


	[Algorithm] Wide Residual Networks (3 ckpts)


	[Algorithm] Visual Attention Network (4 ckpts)


	[Algorithm] CSPNet: A New Backbone that can Enhance Learning Capability of CNN (3 ckpts)


	[Algorithm] Patches Are All You Need? (3 ckpts)


	[Algorithm] Densely Connected Convolutional Networks (4 ckpts)


	[Algorithm] MetaFormer is Actually What You Need for Vision (5 ckpts)


	[Algorithm] Rethinking the Inception Architecture for Computer Vision (1 ckpts)


	[Algorithm] MViTv2: Improved Multiscale Vision Transformers for Classification and Detection (4 ckpts)


	[Algorithm] EdgeNeXt: Efficiently Amalgamated CNN-Transformer Architecture for Mobile Vision Applications (6 ckpts)


	[Algorithm] An Improved One millisecond Mobile Backbone (5 ckpts)


	[Algorithm] EfficientFormer: Vision Transformers at MobileNet Speed (3 ckpts)


	[Algorithm] Swin Transformer V2: Scaling Up Capacity and Resolution (12 ckpts)


	[Algorithm] DeiT III: Revenge of the ViT (16 ckpts)


	[Algorithm] HorNet: Efficient High-Order Spatial Interactions with Recursive Gated Convolutions (9 ckpts)


	[Algorithm] MobileViT Light-weight, General-purpose, and Mobile-friendly Vision Transformer (3 ckpts)


	[Algorithm] DaViT: Dual Attention Vision Transformers (3 ckpts)


	[Algorithm] Scaling Up Your Kernels to 31x31: Revisiting Large Kernel Design in CNNs (6 ckpts)


	[Algorithm] Residual Attention: A Simple but Effective Method for Multi-Label Recognition (1 ckpts)


	[Algorithm] BEiT: BERT Pre-Training of Image Transformers (1 ckpts)


	[Algorithm] BEiT v2: Masked Image Modeling with Vector-Quantized Visual Tokenizers (1 ckpts)


	[Algorithm] EVA: Exploring the Limits of Masked Visual Representation Learning at Scale (10 ckpts)


	[Algorithm] Reversible Vision Transformers (2 ckpts)


	[Algorithm] Learning Transferable Visual Models From Natural Language Supervision (14 ckpts)


	[Algorithm] MixMIM: Mixed and Masked Image Modeling for Efficient Visual Representation Learning (1 ckpts)


	[Algorithm] EfficientNetV2: Smaller Models and Faster Training (15 ckpts)


	[Algorithm] Co-designing and Scaling ConvNets with Masked Autoencoders (26 ckpts)


	[Algorithm] LeViT: a Vision Transformer in ConvNet’s Clothing for Faster Inference (5 ckpts)


	[Algorithm] Vision GNN: An Image is Worth Graph of Nodes (7 ckpts)


	[Algorithm] ArcFace: Additive Angular Margin Loss for Deep Face Recognition (1 ckpts)


	[Algorithm] XCiT: Cross-Covariance Image Transformers (42 ckpts)










所有模型权重文件


ImageNet-1k



	模型

	参数量 (M)

	Flops (G)

	Top-1 (%)

	Top-5 (%)

	Readme





	mobilenet-v2_8xb32_in1k

	3.50

	0.32

	71.86

	90.42

	链接



	mobilenet-v3-small-050_3rdparty_in1k

	1.59

	0.02

	57.91

	80.19

	链接



	mobilenet-v3-small-075_3rdparty_in1k

	2.04

	0.04

	65.23

	85.44

	链接



	mobilenet-v3-small_8xb128_in1k

	2.54

	0.06

	66.68

	86.74

	链接



	mobilenet-v3-small_3rdparty_in1k

	2.54

	0.06

	67.66

	87.41

	链接



	mobilenet-v3-large_8xb128_in1k

	5.48

	0.23

	73.49

	91.31

	链接



	mobilenet-v3-large_3rdparty_in1k

	5.48

	0.23

	74.04

	91.34

	链接



	resnet18_8xb32_in1k

	11.69

	1.82

	69.90

	89.43

	链接



	resnet34_8xb32_in1k

	2.18

	3.68

	73.62

	91.59

	链接



	resnet50_8xb32_in1k

	25.56

	4.12

	76.55

	93.06

	链接



	resnet101_8xb32_in1k

	44.55

	7.85

	77.97

	94.06

	链接



	resnet152_8xb32_in1k

	60.19

	11.58

	78.48

	94.13

	链接



	resnetv1d50_8xb32_in1k

	25.58

	4.36

	77.54

	93.57

	链接



	resnetv1d101_8xb32_in1k

	44.57

	8.09

	78.93

	94.48

	链接



	resnetv1d152_8xb32_in1k

	60.21

	11.82

	79.41

	94.70

	链接



	resnet50_8xb32-fp16_in1k

	25.56

	4.12

	76.30

	93.07

	链接



	resnet50_8xb256-rsb-a1-600e_in1k

	25.56

	4.12

	80.12

	94.78

	链接



	resnet50_8xb256-rsb-a2-300e_in1k

	25.56

	4.12

	79.55

	94.37

	链接



	resnet50_8xb256-rsb-a3-100e_in1k

	25.56

	4.12

	78.30

	93.80

	链接



	resnetv1c50_8xb32_in1k

	25.58

	4.36

	77.01

	93.58

	链接



	resnetv1c101_8xb32_in1k

	44.57

	8.09

	78.30

	94.27

	链接



	resnetv1c152_8xb32_in1k

	60.21

	11.82

	78.76

	94.41

	链接



	res2net50-w14-s8_3rdparty_8xb32_in1k

	25.06

	4.22

	78.14

	93.85

	链接



	res2net50-w26-s8_3rdparty_8xb32_in1k

	48.40

	8.39

	79.20

	94.36

	链接



	res2net101-w26-s4_3rdparty_8xb32_in1k

	45.21

	8.12

	79.19

	94.44

	链接



	resnext50-32x4d_8xb32_in1k

	25.03

	4.27

	77.90

	93.66

	链接



	resnext101-32x4d_8xb32_in1k

	44.18

	8.03

	78.61

	94.17

	链接



	resnext101-32x8d_8xb32_in1k

	88.79

	16.50

	79.27

	94.58

	链接



	resnext152-32x4d_8xb32_in1k

	59.95

	11.80

	78.88

	94.33

	链接



	seresnet50_8xb32_in1k

	28.09

	4.13

	77.74

	93.84

	链接



	seresnet101_8xb32_in1k

	49.33

	7.86

	78.26

	94.07

	链接



	shufflenet-v1-1x_16xb64_in1k

	1.87

	0.15

	68.13

	87.81

	链接



	shufflenet-v2-1x_16xb64_in1k

	2.28

	0.15

	69.55

	88.92

	链接



	swin-tiny_16xb64_in1k

	28.29

	4.36

	81.18

	95.61

	链接



	swin-small_16xb64_in1k

	49.61

	8.52

	83.02

	96.29

	链接



	swin-base_16xb64_in1k

	87.77

	15.14

	83.36

	96.44

	链接



	swin-tiny_3rdparty_in1k

	28.29

	4.36

	81.18

	95.52

	链接



	swin-small_3rdparty_in1k

	49.61

	8.52

	83.21

	96.25

	链接



	swin-base_3rdparty_in1k

	87.77

	15.14

	83.42

	96.44

	链接



	swin-base_3rdparty_in1k-384

	87.90

	44.49

	84.49

	96.95

	链接



	swin-base_in21k-pre-3rdparty_in1k

	87.77

	15.14

	85.16

	97.50

	链接



	swin-base_in21k-pre-3rdparty_in1k-384

	87.90

	44.49

	86.44

	98.05

	链接



	swin-large_in21k-pre-3rdparty_in1k

	196.53

	34.04

	86.24

	97.88

	链接



	swin-large_in21k-pre-3rdparty_in1k-384

	196.74

	100.04

	87.25

	98.25

	链接



	vgg11_8xb32_in1k

	132.86

	7.63

	68.75

	88.87

	链接



	vgg13_8xb32_in1k

	133.05

	11.34

	70.02

	89.46

	链接



	vgg16_8xb32_in1k

	138.36

	15.50

	71.62

	90.49

	链接



	vgg19_8xb32_in1k

	143.67

	19.67

	72.41

	90.80

	链接



	vgg11bn_8xb32_in1k

	132.87

	7.64

	70.67

	90.16

	链接



	vgg13bn_8xb32_in1k

	133.05

	11.36

	72.12

	90.66

	链接



	vgg16bn_8xb32_in1k

	138.37

	15.53

	73.74

	91.66

	链接



	vgg19bn_8xb32_in1k

	143.68

	19.70

	74.68

	92.27

	链接



	repvgg-A0_8xb32_in1k

	8.31

	1.36

	72.37

	90.56

	链接



	repvgg-A1_8xb32_in1k

	12.79

	2.36

	74.23

	91.80

	链接



	repvgg-A2_8xb32_in1k

	25.50

	5.12

	76.49

	93.09

	链接



	repvgg-B0_8xb32_in1k

	3.42

	15.82

	75.27

	92.21

	链接



	repvgg-B1_8xb32_in1k

	51.83

	11.81

	78.19

	94.04

	链接



	repvgg-B1g2_8xb32_in1k

	41.36

	8.81

	77.87

	93.99

	链接



	repvgg-B1g4_8xb32_in1k

	36.13

	7.30

	77.81

	93.77

	链接



	repvgg-B2_8xb32_in1k

	80.32

	18.37

	78.58

	94.23

	链接



	repvgg-B2g4_8xb32_in1k

	55.78

	11.33

	79.44

	94.72

	链接



	repvgg-B3_8xb32_in1k

	110.96

	26.21

	80.58

	95.33

	链接



	repvgg-B3g4_8xb32_in1k

	75.63

	16.06

	80.26

	95.15

	链接



	repvgg-D2se_3rdparty_in1k

	120.39

	32.84

	81.81

	95.94

	链接



	tnt-small-p16_3rdparty_in1k

	23.76

	3.36

	81.52

	95.73

	链接



	vit-base-p16_in21k-pre-3rdparty_ft-64xb64_in1k-384

	86.86

	33.03

	85.43

	97.77

	链接



	vit-base-p32_in21k-pre-3rdparty_ft-64xb64_in1k-384

	88.30

	8.56

	84.01

	97.08

	链接



	vit-large-p16_in21k-pre-3rdparty_ft-64xb64_in1k-384

	304.72

	116.68

	85.63

	97.63

	链接



	vit-base-p16_pt-32xb128-mae_in1k

	86.86

	33.03

	82.37

	96.15

	链接



	t2t-vit-t-14_8xb64_in1k

	21.47

	4.34

	81.83

	95.84

	链接



	t2t-vit-t-19_8xb64_in1k

	39.08

	7.80

	82.63

	96.18

	链接



	t2t-vit-t-24_8xb64_in1k

	64.00

	12.69

	82.71

	96.09

	链接



	tinyvit-5m_3rdparty_in1k

	5.39

	1.29

	79.02

	94.74

	链接



	tinyvit-5m_in21k-distill-pre_3rdparty_in1k

	5.39

	1.29

	80.71

	95.57

	链接



	tinyvit-11m_3rdparty_in1k

	11.00

	2.05

	81.44

	95.79

	链接



	tinyvit-11m_in21k-distill-pre_3rdparty_in1k

	11.00

	2.05

	83.19

	96.53

	链接



	tinyvit-21m_3rdparty_in1k

	21.20

	4.30

	83.08

	96.58

	链接



	tinyvit-21m_in21k-distill-pre_3rdparty_in1k

	21.20

	4.30

	84.85

	97.27

	链接



	tinyvit-21m_in21k-distill-pre_3rdparty_in1k-384px

	21.23

	13.85

	86.21

	97.77

	链接



	tinyvit-21m_in21k-distill-pre_3rdparty_in1k-512px

	21.27

	27.15

	86.44

	97.89

	链接



	mlp-mixer-base-p16_3rdparty_64xb64_in1k

	59.88

	12.61

	76.68

	92.25

	链接



	mlp-mixer-large-p16_3rdparty_64xb64_in1k

	208.20

	44.57

	72.34

	88.02

	链接



	conformer-tiny-p16_3rdparty_8xb128_in1k

	23.52

	4.90

	81.31

	95.60

	链接



	conformer-small-p16_3rdparty_8xb128_in1k

	37.67

	10.31

	83.32

	96.46

	链接



	conformer-small-p32_8xb128_in1k

	38.85

	7.09

	81.96

	96.02

	链接



	conformer-base-p16_3rdparty_8xb128_in1k

	83.29

	22.89

	83.82

	96.59

	链接



	regnetx-400mf_8xb128_in1k

	5.16

	0.41

	72.56

	90.78

	链接



	regnetx-800mf_8xb128_in1k

	7.26

	0.81

	74.76

	92.32

	链接



	regnetx-1.6gf_8xb128_in1k

	9.19

	1.63

	76.84

	93.31

	链接



	regnetx-3.2gf_8xb64_in1k

	3.21

	1.53

	78.09

	94.08

	链接



	regnetx-4.0gf_8xb64_in1k

	22.12

	4.00

	78.60

	94.17

	链接



	regnetx-6.4gf_8xb64_in1k

	26.21

	6.51

	79.38

	94.65

	链接



	regnetx-8.0gf_8xb64_in1k

	39.57

	8.03

	79.12

	94.51

	链接



	regnetx-12gf_8xb64_in1k

	46.11

	12.15

	79.67

	95.03

	链接



	deit-tiny_pt-4xb256_in1k

	5.72

	1.08

	74.50

	92.24

	链接



	deit-tiny-distilled_3rdparty_pt-4xb256_in1k

	5.72

	1.08

	74.51

	91.90

	链接



	deit-small_pt-4xb256_in1k

	22.05

	4.24

	80.69

	95.06

	链接



	deit-small-distilled_3rdparty_pt-4xb256_in1k

	22.05

	4.24

	81.17

	95.40

	链接



	deit-base_pt-16xb64_in1k

	86.57

	16.86

	81.76

	95.81

	链接



	deit-base_3rdparty_pt-16xb64_in1k

	86.57

	16.86

	81.79

	95.59

	链接



	deit-base-distilled_3rdparty_pt-16xb64_in1k

	86.57

	16.86

	83.33

	96.49

	链接



	deit-base_3rdparty_ft-16xb32_in1k-384px

	86.86

	49.37

	83.04

	96.31

	链接



	deit-base-distilled_3rdparty_ft-16xb32_in1k-384px

	86.86

	49.37

	85.55

	97.35

	链接



	twins-pcpvt-small_3rdparty_8xb128_in1k

	24.11

	3.67

	81.14

	95.69

	链接



	twins-pcpvt-base_3rdparty_8xb128_in1k

	43.83

	6.45

	82.66

	96.26

	链接



	twins-pcpvt-large_3rdparty_16xb64_in1k

	60.99

	9.51

	83.09

	96.59

	链接



	twins-svt-small_3rdparty_8xb128_in1k

	24.06

	2.82

	81.77

	95.57

	链接



	twins-svt-base_8xb128_3rdparty_in1k

	56.07

	8.35

	83.13

	96.29

	链接



	twins-svt-large_3rdparty_16xb64_in1k

	99.27

	14.82

	83.60

	96.50

	链接



	efficientnet-b0_3rdparty_8xb32_in1k

	5.29

	0.42

	76.74

	93.17

	链接



	efficientnet-b0_3rdparty_8xb32-aa_in1k

	5.29

	0.42

	77.26

	93.41

	链接



	efficientnet-b0_3rdparty_8xb32-aa-advprop_in1k

	5.29

	0.42

	77.53

	93.61

	链接



	efficientnet-b0_3rdparty-ra-noisystudent_in1k

	5.29

	0.42

	77.63

	94.00

	链接



	efficientnet-b1_3rdparty_8xb32_in1k

	7.79

	0.74

	78.68

	94.28

	链接



	efficientnet-b1_3rdparty_8xb32-aa_in1k

	7.79

	0.74

	79.20

	94.42

	链接



	efficientnet-b1_3rdparty_8xb32-aa-advprop_in1k

	7.79

	0.74

	79.52

	94.43

	链接



	efficientnet-b1_3rdparty-ra-noisystudent_in1k

	7.79

	0.74

	81.44

	95.83

	链接



	efficientnet-b2_3rdparty_8xb32_in1k

	9.11

	1.07

	79.64

	94.80

	链接



	efficientnet-b2_3rdparty_8xb32-aa_in1k

	9.11

	1.07

	80.21

	94.96

	链接



	efficientnet-b2_3rdparty_8xb32-aa-advprop_in1k

	9.11

	1.07

	80.45

	95.07

	链接



	efficientnet-b2_3rdparty-ra-noisystudent_in1k

	9.11

	1.07

	82.47

	96.23

	链接



	efficientnet-b3_3rdparty_8xb32_in1k

	12.23

	1.95

	81.01

	95.34

	链接



	efficientnet-b3_3rdparty_8xb32-aa_in1k

	12.23

	1.95

	81.58

	95.67

	链接



	efficientnet-b3_3rdparty_8xb32-aa-advprop_in1k

	12.23

	1.95

	81.81

	95.69

	链接



	efficientnet-b3_3rdparty-ra-noisystudent_in1k

	12.23

	1.95

	84.02

	96.89

	链接



	efficientnet-b4_3rdparty_8xb32_in1k

	19.34

	4.66

	82.57

	96.09

	链接



	efficientnet-b4_3rdparty_8xb32-aa_in1k

	19.34

	4.66

	82.95

	96.26

	链接



	efficientnet-b4_3rdparty_8xb32-aa-advprop_in1k

	19.34

	4.66

	83.25

	96.44

	链接



	efficientnet-b4_3rdparty-ra-noisystudent_in1k

	19.34

	4.66

	85.25

	97.52

	链接



	efficientnet-b5_3rdparty_8xb32_in1k

	30.39

	10.80

	83.18

	96.47

	链接



	efficientnet-b5_3rdparty_8xb32-aa_in1k

	30.39

	10.80

	83.82

	96.76

	链接



	efficientnet-b5_3rdparty_8xb32-aa-advprop_in1k

	30.39

	10.80

	84.21

	96.98

	链接



	efficientnet-b5_3rdparty-ra-noisystudent_in1k

	30.39

	10.80

	86.08

	97.75

	链接



	efficientnet-b6_3rdparty_8xb32-aa_in1k

	43.04

	19.97

	84.05

	96.82

	链接



	efficientnet-b6_3rdparty_8xb32-aa-advprop_in1k

	43.04

	19.97

	84.74

	97.14

	链接



	efficientnet-b6_3rdparty-ra-noisystudent_in1k

	43.04

	19.97

	86.47

	97.87

	链接



	efficientnet-b7_3rdparty_8xb32-aa_in1k

	66.35

	39.32

	84.38

	96.88

	链接



	efficientnet-b7_3rdparty_8xb32-aa-advprop_in1k

	66.35

	39.32

	85.14

	97.23

	链接



	efficientnet-b7_3rdparty-ra-noisystudent_in1k

	66.35

	39.32

	86.83

	98.08

	链接



	efficientnet-b8_3rdparty_8xb32-aa-advprop_in1k

	87.41

	65.00

	85.38

	97.28

	链接



	efficientnet-l2_3rdparty-ra-noisystudent_in1k-800px

	480.31

	174.20

	88.33

	98.65

	链接



	efficientnet-l2_3rdparty-ra-noisystudent_in1k-475px

	480.31

	484.98

	88.18

	98.55

	链接



	convnext-tiny_32xb128_in1k

	28.59

	4.46

	82.14

	96.06

	链接



	convnext-tiny_32xb128-noema_in1k

	28.59

	4.46

	81.95

	95.89

	链接



	convnext-tiny_in21k-pre_3rdparty_in1k

	28.59

	4.46

	82.90

	96.62

	链接



	convnext-tiny_in21k-pre_3rdparty_in1k-384px

	28.59

	13.14

	84.11

	97.14

	链接



	convnext-small_32xb128_in1k

	50.22

	8.69

	83.16

	96.56

	链接



	convnext-small_32xb128-noema_in1k

	50.22

	8.69

	83.21

	96.48

	链接



	convnext-small_in21k-pre_3rdparty_in1k

	50.22

	8.69

	84.59

	97.41

	链接



	convnext-small_in21k-pre_3rdparty_in1k-384px

	50.22

	25.58

	85.75

	97.88

	链接



	convnext-base_32xb128_in1k

	88.59

	15.36

	83.66

	96.74

	链接



	convnext-base_32xb128-noema_in1k

	88.59

	15.36

	83.64

	96.61

	链接



	convnext-base_3rdparty_in1k

	88.59

	15.36

	83.85

	96.74

	链接



	convnext-base_3rdparty-noema_in1k

	88.59

	15.36

	83.71

	96.60

	链接



	convnext-base_3rdparty_in1k-384px

	88.59

	45.21

	85.10

	97.34

	链接



	convnext-base_in21k-pre_3rdparty_in1k

	88.59

	15.36

	85.81

	97.86

	链接



	convnext-base_in21k-pre-3rdparty_in1k-384px

	88.59

	45.21

	86.82

	98.25

	链接



	convnext-large_3rdparty_in1k

	197.77

	34.37

	84.30

	96.89

	链接



	convnext-large_3rdparty_in1k-384px

	197.77

	101.10

	85.50

	97.59

	链接



	convnext-large_in21k-pre_3rdparty_in1k

	197.77

	34.37

	86.61

	98.04

	链接



	convnext-large_in21k-pre-3rdparty_in1k-384px

	197.77

	101.10

	87.46

	98.37

	链接



	convnext-xlarge_in21k-pre_3rdparty_in1k

	350.20

	60.93

	86.97

	98.20

	链接



	convnext-xlarge_in21k-pre-3rdparty_in1k-384px

	350.20

	179.20

	87.76

	98.55

	链接



	hrnet-w18_3rdparty_8xb32_in1k

	21.30

	4.33

	76.75

	93.44

	链接



	hrnet-w30_3rdparty_8xb32_in1k

	37.71

	8.17

	78.19

	94.22

	链接



	hrnet-w32_3rdparty_8xb32_in1k

	41.23

	8.99

	78.44

	94.19

	链接



	hrnet-w40_3rdparty_8xb32_in1k

	57.55

	12.77

	78.94

	94.47

	链接



	hrnet-w44_3rdparty_8xb32_in1k

	67.06

	14.96

	78.88

	94.37

	链接



	hrnet-w48_3rdparty_8xb32_in1k

	77.47

	17.36

	79.32

	94.52

	链接



	hrnet-w64_3rdparty_8xb32_in1k

	128.06

	29.00

	79.46

	94.65

	链接



	hrnet-w18_3rdparty_8xb32-ssld_in1k

	21.30

	4.33

	81.06

	95.70

	链接



	hrnet-w48_3rdparty_8xb32-ssld_in1k

	77.47

	17.36

	83.63

	96.79

	链接



	repmlp-base_3rdparty_8xb64_in1k

	68.24

	6.71

	80.41

	95.14

	链接



	repmlp-base_3rdparty_8xb64_in1k-256px.py

	96.45

	9.69

	81.11

	95.50

	链接



	wide-resnet50_3rdparty_8xb32_in1k

	68.88

	11.44

	78.48

	94.08

	链接



	wide-resnet101_3rdparty_8xb32_in1k

	126.89

	22.81

	78.84

	94.28

	链接



	wide-resnet50_3rdparty-timm_8xb32_in1k

	68.88

	11.44

	81.45

	95.53

	链接



	van-tiny_8xb128_in1k

	4.11

	0.88

	75.41

	93.02

	链接



	van-small_8xb128_in1k

	13.86

	2.52

	81.01

	95.63

	链接



	van-base_8xb128_in1k

	26.58

	5.03

	82.80

	96.21

	链接



	van-large_8xb128_in1k

	44.77

	8.99

	83.86

	96.73

	链接



	cspdarknet50_3rdparty_8xb32_in1k

	27.64

	5.04

	80.05

	95.07

	链接



	cspresnet50_3rdparty_8xb32_in1k

	21.62

	3.48

	79.55

	94.68

	链接



	cspresnext50_3rdparty_8xb32_in1k

	20.57

	3.11

	79.96

	94.96

	链接



	convmixer-768-32_10xb64_in1k

	21.11

	19.62

	80.16

	95.08

	链接



	convmixer-1024-20_10xb64_in1k

	24.38

	5.55

	76.94

	93.36

	链接



	convmixer-1536-20_10xb64_in1k

	51.63

	48.71

	81.37

	95.61

	链接



	densenet121_4xb256_in1k

	7.98

	2.88

	74.96

	92.21

	链接



	densenet169_4xb256_in1k

	14.15

	3.42

	76.08

	93.11

	链接



	densenet201_4xb256_in1k

	20.01

	4.37

	77.32

	93.64

	链接



	densenet161_4xb256_in1k

	28.68

	7.82

	77.61

	93.83

	链接



	poolformer-s12_3rdparty_32xb128_in1k

	11.92

	1.87

	77.24

	93.51

	链接



	poolformer-s24_3rdparty_32xb128_in1k

	21.39

	3.51

	80.33

	95.05

	链接



	poolformer-s36_3rdparty_32xb128_in1k

	30.86

	5.15

	81.43

	95.45

	链接



	poolformer-m36_3rdparty_32xb128_in1k

	56.17

	8.96

	82.14

	95.71

	链接



	poolformer-m48_3rdparty_32xb128_in1k

	73.47

	11.80

	82.51

	95.95

	链接



	inception-v3_3rdparty_8xb32_in1k

	23.83

	5.75

	77.57

	93.58

	链接



	mvitv2-tiny_3rdparty_in1k

	24.17

	4.70

	82.33

	96.15

	链接



	mvitv2-small_3rdparty_in1k

	34.87

	7.00

	83.63

	96.51

	链接



	mvitv2-base_3rdparty_in1k

	51.47

	10.16

	84.34

	96.86

	链接



	mvitv2-large_3rdparty_in1k

	217.99

	43.87

	85.25

	97.14

	链接



	edgenext-xxsmall_3rdparty_in1k

	1.33

	0.26

	71.20

	89.91

	链接



	edgenext-xsmall_3rdparty_in1k

	2.34

	0.53

	74.86

	92.31

	链接



	edgenext-small_3rdparty_in1k

	5.59

	1.25

	79.41

	94.53

	链接



	edgenext-small-usi_3rdparty_in1k

	5.59

	1.25

	81.06

	95.34

	链接



	edgenext-base_3rdparty_in1k

	18.51

	3.81

	82.48

	96.20

	链接



	edgenext-base_3rdparty-usi_in1k

	18.51

	3.81

	83.67

	96.70

	链接



	mobileone-s0_8xb32_in1k

	2.08

	0.27

	71.34

	89.87

	链接



	mobileone-s1_8xb32_in1k

	4.76

	0.82

	75.72

	92.54

	链接



	mobileone-s2_8xb32_in1k

	7.81

	1.30

	77.37

	93.34

	链接



	mobileone-s3_8xb32_in1k

	10.08

	1.89

	78.06

	93.83

	链接



	mobileone-s4_8xb32_in1k

	14.84

	2.98

	79.69

	94.46

	链接



	efficientformer-l1_3rdparty_8xb128_in1k

	12.28

	1.30

	80.46

	94.99

	链接



	efficientformer-l3_3rdparty_8xb128_in1k

	31.41

	3.74

	82.45

	96.18

	链接



	efficientformer-l7_3rdparty_8xb128_in1k

	82.23

	10.16

	83.40

	96.60

	链接



	swinv2-tiny-w8_3rdparty_in1k-256px

	28.35

	4.35

	81.76

	95.87

	链接



	swinv2-tiny-w16_3rdparty_in1k-256px

	28.35

	4.40

	82.81

	96.23

	链接



	swinv2-small-w8_3rdparty_in1k-256px

	49.73

	8.45

	83.74

	96.60

	链接



	swinv2-small-w16_3rdparty_in1k-256px

	49.73

	8.57

	84.13

	96.83

	链接



	swinv2-base-w8_3rdparty_in1k-256px

	87.92

	14.99

	84.20

	96.86

	链接



	swinv2-base-w16_3rdparty_in1k-256px

	87.92

	15.14

	84.60

	97.05

	链接



	swinv2-base-w16_in21k-pre_3rdparty_in1k-256px

	87.92

	15.14

	86.17

	97.88

	链接



	swinv2-base-w24_in21k-pre_3rdparty_in1k-384px

	87.92

	34.07

	87.14

	98.23

	链接



	swinv2-large-w16_in21k-pre_3rdparty_in1k-256px

	196.75

	33.86

	86.93

	98.06

	链接



	swinv2-large-w24_in21k-pre_3rdparty_in1k-384px

	196.75

	76.20

	87.59

	98.27

	链接



	deit3-small-p16_3rdparty_in1k

	22.06

	4.61

	81.35

	95.31

	链接



	deit3-small-p16_3rdparty_in1k-384px

	22.21

	15.52

	83.43

	96.68

	链接



	deit3-small-p16_in21k-pre_3rdparty_in1k

	22.06

	4.61

	83.06

	96.77

	链接



	deit3-small-p16_in21k-pre_3rdparty_in1k-384px

	22.21

	15.52

	84.84

	97.48

	链接



	deit3-medium-p16_3rdparty_in1k

	38.85

	8.00

	82.99

	96.22

	链接



	deit3-medium-p16_in21k-pre_3rdparty_in1k

	38.85

	8.00

	84.56

	97.19

	链接



	deit3-base-p16_3rdparty_in1k

	86.59

	17.58

	83.80

	96.55

	链接



	deit3-base-p16_3rdparty_in1k-384px

	86.88

	55.54

	85.08

	97.25

	链接



	deit3-base-p16_in21k-pre_3rdparty_in1k

	86.59

	17.58

	85.70

	97.75

	链接



	deit3-base-p16_in21k-pre_3rdparty_in1k-384px

	86.88

	55.54

	86.73

	98.11

	链接



	deit3-large-p16_3rdparty_in1k

	304.37

	61.60

	84.87

	97.01

	链接



	deit3-large-p16_3rdparty_in1k-384px

	304.76

	191.21

	85.82

	97.60

	链接



	deit3-large-p16_in21k-pre_3rdparty_in1k

	304.37

	61.60

	86.97

	98.24

	链接



	deit3-large-p16_in21k-pre_3rdparty_in1k-384px

	304.76

	191.21

	87.73

	98.51

	链接



	deit3-huge-p14_3rdparty_in1k

	632.13

	167.40

	85.21

	97.36

	链接



	deit3-huge-p14_in21k-pre_3rdparty_in1k

	632.13

	167.40

	87.19

	98.26

	链接



	hornet-tiny_3rdparty_in1k

	22.41

	3.98

	82.84

	96.24

	链接



	hornet-tiny-gf_3rdparty_in1k

	22.99

	3.90

	82.98

	96.38

	链接



	hornet-small_3rdparty_in1k

	49.53

	8.83

	83.79

	96.75

	链接



	hornet-small-gf_3rdparty_in1k

	50.40

	8.71

	83.98

	96.77

	链接



	hornet-base_3rdparty_in1k

	87.26

	15.58

	84.24

	96.94

	链接



	hornet-base-gf_3rdparty_in1k

	88.42

	15.42

	84.32

	96.95

	链接



	mobilevit-small_3rdparty_in1k

	5.58

	2.03

	78.25

	94.09

	链接



	mobilevit-xsmall_3rdparty_in1k

	2.32

	1.05

	74.75

	92.32

	链接



	mobilevit-xxsmall_3rdparty_in1k

	1.27

	0.42

	69.02

	88.91

	链接



	davit-tiny_3rdparty_in1k

	28.36

	4.54

	82.24

	96.13

	链接



	davit-small_3rdparty_in1k

	49.75

	8.80

	83.61

	96.75

	链接



	davit-base_3rdparty_in1k

	87.95

	15.51

	84.09

	96.82

	链接



	replknet-31B_3rdparty_in1k

	79.86

	15.64

	83.48

	96.57

	链接



	replknet-31B_3rdparty_in1k-384px

	79.86

	45.95

	84.84

	97.34

	链接



	replknet-31B_in21k-pre_3rdparty_in1k

	79.86

	15.64

	85.20

	97.56

	链接



	replknet-31B_in21k-pre_3rdparty_in1k-384px

	79.86

	45.95

	85.99

	97.75

	链接



	replknet-31L_in21k-pre_3rdparty_in1k-384px

	172.67

	97.24

	86.63

	98.00

	链接



	replknet-XL_meg73m-pre_3rdparty_in1k-320px

	335.44

	129.57

	87.57

	98.39

	链接



	beit-base_3rdparty_in1k

	86.53

	17.58

	85.28

	97.59

	链接



	beitv2-base_3rdparty_in1k

	86.53

	17.58

	86.47

	97.99

	链接



	eva-g-p14_30m-in21k-pre_3rdparty_in1k-336px

	1013.01

	620.64

	89.61

	98.93

	链接



	eva-g-p14_30m-in21k-pre_3rdparty_in1k-560px

	1014.45

	1906.76

	89.71

	98.96

	链接



	eva-l-p14_mim-pre_3rdparty_in1k-336px

	304.53

	191.10

	88.66

	98.75

	链接



	eva-l-p14_mim-in21k-pre_3rdparty_in1k-336px

	304.53

	191.10

	89.17

	98.86

	链接



	eva-l-p14_mim-pre_3rdparty_in1k-196px

	304.14

	61.57

	87.94

	98.50

	链接



	eva-l-p14_mim-in21k-pre_3rdparty_in1k-196px

	304.14

	61.57

	88.58

	98.65

	链接



	revvit-small_3rdparty_in1k

	22.44

	4.58

	79.87

	94.90

	链接



	revvit-base_3rdparty_in1k

	87.34

	17.49

	81.81

	95.56

	链接



	clip-vit-base-p32_laion2b-in12k-pre_3rdparty_in1k

	88.22

	4.36

	83.06

	96.49

	链接



	clip-vit-base-p32_laion2b-pre_3rdparty_in1k

	88.22

	4.36

	82.46

	96.12

	链接



	clip-vit-base-p32_openai-pre_3rdparty_in1k

	88.22

	4.36

	81.77

	95.89

	链接



	clip-vit-base-p32_laion2b-in12k-pre_3rdparty_in1k-384px

	88.22

	12.66

	85.39

	97.67

	链接



	clip-vit-base-p32_openai-in12k-pre_3rdparty_in1k-384px

	88.22

	12.66

	85.13

	97.42

	链接



	clip-vit-base-p16_laion2b-in12k-pre_3rdparty_in1k

	86.57

	16.86

	86.02

	97.76

	链接



	clip-vit-base-p16_laion2b-pre_3rdparty_in1k

	86.57

	16.86

	85.49

	97.59

	链接



	clip-vit-base-p16_openai-in12k-pre_3rdparty_in1k

	86.57

	16.86

	85.99

	97.72

	链接



	clip-vit-base-p16_openai-pre_3rdparty_in1k

	86.57

	16.86

	85.30

	97.50

	链接



	clip-vit-base-p32_laion2b-in12k-pre_3rdparty_in1k-448px

	88.22

	17.20

	85.76

	97.63

	链接



	clip-vit-base-p16_laion2b-in12k-pre_3rdparty_in1k-384px

	86.57

	49.37

	87.17

	98.02

	链接



	clip-vit-base-p16_laion2b-pre_3rdparty_in1k-384px

	86.57

	49.37

	86.52

	97.97

	链接



	clip-vit-base-p16_openai-in12k-pre_3rdparty_in1k-384px

	86.57

	49.37

	86.87

	98.05

	链接



	clip-vit-base-p16_openai-pre_3rdparty_in1k-384px

	86.57

	49.37

	86.25

	97.90

	链接



	mixmim-base_3rdparty_in1k

	88.34

	16.35

	84.60

	97.00

	链接



	efficientnetv2-b0_3rdparty_in1k

	7.14

	0.92

	78.52

	94.44

	链接



	efficientnetv2-b1_3rdparty_in1k

	8.14

	1.44

	79.80

	94.89

	链接



	efficientnetv2-b2_3rdparty_in1k

	10.10

	1.99

	80.63

	95.30

	链接



	efficientnetv2-b3_3rdparty_in1k

	14.36

	3.50

	82.03

	95.88

	链接



	efficientnetv2-s_3rdparty_in1k

	21.46

	9.72

	83.82

	96.67

	链接



	efficientnetv2-m_3rdparty_in1k

	54.14

	26.88

	85.01

	97.26

	链接



	efficientnetv2-l_3rdparty_in1k

	118.52

	60.14

	85.43

	97.31

	链接



	efficientnetv2-s_in21k-pre_3rdparty_in1k

	21.46

	9.72

	84.29

	97.26

	链接



	efficientnetv2-m_in21k-pre_3rdparty_in1k

	54.14

	26.88

	85.47

	97.76

	链接



	efficientnetv2-l_in21k-pre_3rdparty_in1k

	118.52

	60.14

	86.31

	97.99

	链接



	efficientnetv2-xl_in21k-pre_3rdparty_in1k

	208.12

	98.34

	86.39

	97.83

	链接



	convnext-v2-atto_fcmae-pre_3rdparty_in1k

	3.71

	0.55

	76.64

	93.04

	链接



	convnext-v2-femto_fcmae-pre_3rdparty_in1k

	5.23

	0.78

	78.48

	93.98

	链接



	convnext-v2-pico_fcmae-pre_3rdparty_in1k

	9.07

	1.37

	80.31

	95.08

	链接



	convnext-v2-nano_fcmae-pre_3rdparty_in1k

	15.62

	2.45

	81.86

	95.75

	链接



	convnext-v2-nano_fcmae-in21k-pre_3rdparty_in1k

	15.62

	2.45

	82.04

	96.16

	链接



	convnext-v2-tiny_fcmae-pre_3rdparty_in1k

	28.64

	4.47

	82.94

	96.29

	链接



	convnext-v2-tiny_fcmae-in21k-pre_3rdparty_in1k

	28.64

	4.47

	83.89

	96.96

	链接



	convnext-v2-nano_fcmae-in21k-pre_3rdparty_in1k-384px

	15.62

	7.21

	83.36

	96.75

	链接



	convnext-v2-tiny_fcmae-in21k-pre_3rdparty_in1k-384px

	28.64

	13.14

	85.09

	97.63

	链接



	convnext-v2-base_fcmae-pre_3rdparty_in1k

	88.72

	15.38

	84.87

	97.08

	链接



	convnext-v2-base_fcmae-in21k-pre_3rdparty_in1k

	88.72

	15.38

	86.74

	98.02

	链接



	convnext-v2-large_fcmae-pre_3rdparty_in1k

	197.96

	34.40

	85.76

	97.59

	链接



	convnext-v2-large_fcmae-in21k-pre_3rdparty_in1k

	197.96

	34.40

	87.26

	98.24

	链接



	convnext-v2-base_fcmae-in21k-pre_3rdparty_in1k-384px

	88.72

	45.21

	87.63

	98.42

	链接



	convnext-v2-large_fcmae-in21k-pre_3rdparty_in1k-384px

	197.96

	101.10

	88.18

	98.52

	链接



	convnext-v2-huge_fcmae-pre_3rdparty_in1k

	660.29

	115.00

	86.25

	97.75

	链接



	convnext-v2-huge_fcmae-in21k-pre_3rdparty_in1k-384px

	660.29

	337.96

	88.68

	98.73

	链接



	convnext-v2-huge_fcmae-in21k-pre_3rdparty_in1k-512px

	660.29

	600.81

	88.86

	98.74

	链接



	levit-128s_3rdparty_in1k

	7.39

	0.31

	76.51

	92.90

	链接



	levit-128_3rdparty_in1k

	8.83

	0.41

	78.58

	93.95

	链接



	levit-192_3rdparty_in1k

	10.56

	0.67

	79.86

	94.75

	链接



	levit-256_3rdparty_in1k

	18.38

	1.14

	81.59

	95.46

	链接



	levit-384_3rdparty_in1k

	38.36

	2.37

	82.59

	95.95

	链接



	vig-tiny_3rdparty_in1k

	7.18

	1.31

	74.40

	92.34

	链接



	vig-small_3rdparty_in1k

	22.75

	4.54

	80.61

	95.28

	链接



	vig-base_3rdparty_in1k

	20.68

	17.68

	82.62

	96.04

	链接



	pvig-tiny_3rdparty_in1k

	9.46

	1.71

	78.38

	94.38

	链接



	pvig-small_3rdparty_in1k

	29.02

	4.57

	82.00

	95.97

	链接



	pvig-medium_3rdparty_in1k

	51.68

	8.89

	83.12

	96.35

	链接



	pvig-base_3rdparty_in1k

	95.21

	16.86

	83.59

	96.52

	链接



	xcit-nano-12-p16_3rdparty_in1k

	3.05

	0.56

	70.35

	89.98

	链接



	xcit-nano-12-p16_3rdparty-dist_in1k

	3.05

	0.56

	72.36

	91.02

	链接



	xcit-tiny-12-p16_3rdparty_in1k

	6.72

	1.24

	77.21

	93.62

	链接



	xcit-tiny-12-p16_3rdparty-dist_in1k

	6.72

	1.24

	78.70

	94.12

	链接



	xcit-nano-12-p16_3rdparty-dist_in1k-384px

	3.05

	1.64

	74.93

	92.42

	链接



	xcit-nano-12-p8_3rdparty_in1k

	3.05

	2.16

	73.80

	92.08

	链接



	xcit-nano-12-p8_3rdparty-dist_in1k

	3.05

	2.16

	76.17

	93.08

	链接



	xcit-tiny-24-p16_3rdparty_in1k

	12.12

	2.34

	79.47

	94.85

	链接



	xcit-tiny-24-p16_3rdparty-dist_in1k

	12.12

	2.34

	80.51

	95.17

	链接



	xcit-tiny-12-p16_3rdparty-dist_in1k-384px

	6.72

	3.64

	80.58

	95.38

	链接



	xcit-tiny-12-p8_3rdparty_in1k

	6.71

	4.81

	79.75

	94.88

	链接



	xcit-tiny-12-p8_3rdparty-dist_in1k

	6.71

	4.81

	81.26

	95.46

	链接



	xcit-small-12-p16_3rdparty_in1k

	26.25

	4.81

	81.87

	95.77

	链接



	xcit-small-12-p16_3rdparty-dist_in1k

	26.25

	4.81

	83.12

	96.41

	链接



	xcit-nano-12-p8_3rdparty-dist_in1k-384px

	3.05

	6.34

	77.69

	94.09

	链接



	xcit-tiny-24-p16_3rdparty-dist_in1k-384px

	12.12

	6.87

	82.43

	96.20

	链接



	xcit-small-24-p16_3rdparty_in1k

	47.67

	9.10

	82.38

	95.93

	链接



	xcit-small-24-p16_3rdparty-dist_in1k

	47.67

	9.10

	83.70

	96.61

	链接



	xcit-tiny-24-p8_3rdparty_in1k

	12.11

	9.21

	81.70

	95.90

	链接



	xcit-tiny-24-p8_3rdparty-dist_in1k

	12.11

	9.21

	82.62

	96.16

	链接



	xcit-tiny-12-p8_3rdparty-dist_in1k-384px

	6.71

	14.13

	82.46

	96.22

	链接



	xcit-small-12-p16_3rdparty-dist_in1k-384px

	26.25

	14.14

	84.74

	97.19

	链接



	xcit-medium-24-p16_3rdparty_in1k

	84.40

	16.13

	82.56

	95.82

	链接



	xcit-medium-24-p16_3rdparty-dist_in1k

	84.40

	16.13

	84.15

	96.82

	链接



	xcit-small-12-p8_3rdparty_in1k

	26.21

	18.69

	83.21

	96.41

	链接



	xcit-small-12-p8_3rdparty-dist_in1k

	26.21

	18.69

	83.97

	96.81

	链接



	xcit-small-24-p16_3rdparty-dist_in1k-384px

	47.67

	26.72

	85.10

	97.32

	链接



	xcit-tiny-24-p8_3rdparty-dist_in1k-384px

	12.11

	27.05

	83.77

	96.72

	链接



	xcit-small-24-p8_3rdparty_in1k

	47.63

	35.81

	83.62

	96.51

	链接



	xcit-small-24-p8_3rdparty-dist_in1k

	47.63

	35.81

	84.68

	97.07

	链接



	xcit-large-24-p16_3rdparty_in1k

	189.10

	35.86

	82.97

	95.86

	链接



	xcit-large-24-p16_3rdparty-dist_in1k

	189.10

	35.86

	84.61

	97.07

	链接



	xcit-medium-24-p16_3rdparty-dist_in1k-384px

	84.40

	47.39

	85.47

	97.49

	链接



	xcit-small-12-p8_3rdparty-dist_in1k-384px

	26.21

	54.92

	85.12

	97.31

	链接



	xcit-medium-24-p8_3rdparty_in1k

	84.32

	63.52

	83.61

	96.23

	链接



	xcit-medium-24-p8_3rdparty-dist_in1k

	84.32

	63.52

	85.00

	97.16

	链接



	xcit-small-24-p8_3rdparty-dist_in1k-384px

	47.63

	105.24

	85.57

	97.60

	链接



	xcit-large-24-p16_3rdparty-dist_in1k-384px

	189.10

	105.35

	85.78

	97.60

	链接



	xcit-large-24-p8_3rdparty_in1k

	188.93

	141.23

	84.23

	96.58

	链接



	xcit-large-24-p8_3rdparty-dist_in1k

	188.93

	141.23

	85.14

	97.32

	链接



	xcit-medium-24-p8_3rdparty-dist_in1k-384px

	84.32

	186.67

	85.87

	97.61

	链接



	xcit-large-24-p8_3rdparty-dist_in1k-384px

	188.93

	415.00

	86.13

	97.75

	链接








CIFAR-10



	模型

	参数量 (M)

	Flops (G)

	Top-1 (%)

	Top-5 (%)

	Readme





	resnet18_8xb16_cifar10

	11.17

	0.56

	94.82

	

	链接



	resnet34_8xb16_cifar10

	21.28

	1.16

	95.34

	

	链接



	resnet50_8xb16_cifar10

	23.52

	1.31

	95.55

	

	链接



	resnet101_8xb16_cifar10

	42.51

	2.52

	95.58

	

	链接



	resnet152_8xb16_cifar10

	58.16

	3.74

	95.76

	

	链接








CIFAR-100



	模型

	参数量 (M)

	Flops (G)

	Top-1 (%)

	Top-5 (%)

	Readme





	resnet50_8xb16_cifar100

	23.71

	1.31

	79.90

	95.19

	链接








CUB-200-2011



	模型

	参数量 (M)

	Flops (G)

	Top-1 (%)

	Top-5 (%)

	Readme





	resnet50_8xb8_cub

	23.92

	16.48

	88.45

	

	链接



	swin-large_8xb8_cub_384px

	195.51

	100.04

	91.87

	

	链接








PASCAL VOC 2007



	模型

	参数量 (M)

	Flops (G)

	Top-1 (%)

	Top-5 (%)

	Readme





	resnet101-csra_1xb16_voc07-448px

	23.55

	4.12

	

	

	链接








InShop



	模型

	参数量 (M)

	Flops (G)

	Top-1 (%)

	Top-5 (%)

	Readme





	resnet50-arcface_inshop

	31.69

	16.57

	

	

	链接
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ArcFace


ArcFace: Additive Angular Margin Loss for Deep Face Recognition [https://arxiv.org/abs/1801.07698]






摘要

Recently, a popular line of research in face recognition is adopting margins in the well-established softmax loss function to maximize class separability. In this paper, we first introduce an Additive Angular Margin Loss (ArcFace), which not only has a clear geometric interpretation but also significantly enhances the discriminative power. Since ArcFace is susceptible to the massive label noise, we further propose sub-center ArcFace, in which each class contains K sub-centers and training samples only need to be close to any of the K positive sub-centers. Sub-center ArcFace encourages one dominant sub-class that contains the majority of clean faces and non-dominant sub-classes that include hard or noisy faces. Based on this self-propelled isolation, we boost the performance through automatically purifying raw web faces under massive real-world noise. Besides discriminative feature embedding, we also explore the inverse problem, mapping feature vectors to face images. Without training any additional generator or discriminator, the pre-trained ArcFace model can generate identity-preserved face images for both subjects inside and outside the training data only by using the network gradient and Batch Normalization (BN) priors. Extensive experiments demonstrate that ArcFace can enhance the discriminative feature embedding as well as strengthen the generative face synthesis.
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BEiT: BERT Pre-Training of Image Transformers [https://arxiv.org/abs/2106.08254]






摘要

We introduce a self-supervised vision representation model BEiT, which stands for Bidirectional Encoder representation from Image Transformers. Following BERT developed in the natural language processing area, we propose a masked image modeling task to pretrain vision Transformers. Specifically, each image has two views in our pre-training, i.e, image patches (such as 16x16 pixels), and visual tokens (i.e., discrete tokens). We first “tokenize” the original image into visual tokens. Then we randomly mask some image patches and fed them into the backbone Transformer. The pre-training objective is to recover the original visual tokens based on the corrupted image patches. After pre-training BEiT, we directly fine-tune the model parameters on downstream tasks by appending task layers upon the pretrained encoder. Experimental results on image classification and semantic segmentation show that our model achieves competitive results with previous pre-training methods. For example, base-size BEiT achieves 83.2% top-1 accuracy on ImageNet-1K, significantly outperforming from-scratch DeiT training (81.8%) with the same setup. Moreover, large-size BEiT obtains 86.3% only using ImageNet-1K, even outperforming ViT-L with supervised pre-training on ImageNet-22K (85.2%).







结果和模型


ImageNet-1k



	模型

	预训练

	参数量（M）

	Flops(G)

	Top-1 (%)

	Top-5 (%)

	配置文件

	下载





	BEiT-base*

	ImageNet-21k

	86.53

	17.58

	85.28

	97.59

	config [https://github.com/open-mmlab/mmclassification/blob/1.x/configs/beit/beit-base-p16_8xb64_in1k.py]

	model [https://download.openmmlab.com/mmclassification/v0/beit/beit-base_3rdparty_in1k_20221114-c0a4df23.pth]






Models with * are converted from the official repo [https://github.com/microsoft/unilm/tree/master/beit]. The config files of these models are only for inference.

For BEiT self-supervised learning algorithm, welcome to MMSelfSup page [https://github.com/open-mmlab/mmselfsup/tree/dev-1.x/configs/selfsup/beit] to get more information.




引用

@article{beit,
    title={{BEiT}: {BERT} Pre-Training of Image Transformers},
    author={Hangbo Bao and Li Dong and Furu Wei},
    year={2021},
    eprint={2106.08254},
    archivePrefix={arXiv},
    primaryClass={cs.CV}
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BEiT v2: Masked Image Modeling with Vector-Quantized Visual Tokenizers [https://arxiv.org/abs/2208.06366]






摘要

Masked image modeling (MIM) has demonstrated impressive results in self-supervised representation learning by recovering corrupted image patches. However, most existing studies operate on low-level image pixels, which hinders the exploitation of high-level semantics for representation models. In this work, we propose to use a semantic-rich visual tokenizer as the reconstruction target for masked prediction, providing a systematic way to promote MIM from pixel-level to semantic-level. Specifically, we propose vector-quantized knowledge distillation to train the tokenizer, which discretizes a continuous semantic space to compact codes. We then pretrain vision Transformers by predicting the original visual tokens for the masked image patches. Furthermore, we introduce a patch aggregation strategy which associates discrete image patches to enhance global semantic representation. Experiments on image classification and semantic segmentation show that BEiT v2 outperforms all compared MIM methods. On ImageNet-1K (224 size), the base-size BEiT v2 achieves 85.5% top-1 accuracy for fine-tuning and 80.1% top-1 accuracy for linear probing. The large-size BEiT v2 obtains 87.3% top-1 accuracy for ImageNet-1K (224 size) fine-tuning, and 56.7% mIoU on ADE20K for semantic segmentation.







结果和模型


ImageNet-1k



	模型

	预训练

	参数量（M）

	Flops(G)

	Top-1 (%)

	Top-5 (%)

	配置文件

	下载





	BEiTv2-base*

	ImageNet-1k & ImageNet-21k

	86.53

	17.58

	86.47

	97.99

	config [https://github.com/open-mmlab/mmclassification/blob/1.x/configs/beitv2/beitv2-base-p16_8xb64_in1k.py]

	model [https://download.openmmlab.com/mmclassification/v0/beit/beitv2-base_3rdparty_in1k_20221114-73e11905.pth]






Models with * are converted from the official repo [https://github.com/microsoft/unilm/tree/master/beit2]. The config files of these models are only for inference.

For BEiTv2 self-supervised learning algorithm, welcome to MMSelfSup page [https://github.com/open-mmlab/mmselfsup/tree/dev-1.x/configs/selfsup/beitv2] to get more information.




引用

@article{beitv2,
    title={{BEiT v2}: Masked Image Modeling with Vector-Quantized Visual Tokenizers},
    author={Zhiliang Peng and Li Dong and Hangbo Bao and Qixiang Ye and Furu Wei},
    year={2022},
    eprint={2208.06366},
    archivePrefix={arXiv},
    primaryClass={cs.CV}
}
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Learning Transferable Visual Models From Natural Language Supervision [https://arxiv.org/abs/2103.00020]






摘要


State-of-the-art computer vision systems are trained to predict a fixed set of predetermined object categories. This restricted form of supervision limits their generality and usability since additional labeled data is needed to specify any other visual concept. Learning directly from raw text about images is a promising alternative which leverages a much broader source of supervision. We demonstrate that the simple pre-training task of predicting which caption goes with which image is an efficient and scalable way to learn SOTA image representations from scratch on a dataset of 400 million (image, text) pairs collected from the internet. After pre-training, natural language is used to reference learned visual concepts (or describe new ones) enabling zero-shot transfer of the model to downstream tasks. We study the performance of this approach by benchmarking on over 30 different existing computer vision datasets, spanning tasks such as OCR, action recognition in videos, geo-localization, and many types of fine-grained object classification. The model transfers non-trivially to most tasks and is often competitive with a fully supervised baseline without the need for any dataset specific training. For instance, we match the accuracy of the original ResNet-50 on ImageNet zero-shot without needing to use any of the 1.28 million training examples it was trained on. We release our code and pre-trained model weights at this https URL.
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Conformer: Local Features Coupling Global Representations for Visual Recognition [https://arxiv.org/abs/2105.03889]






摘要

Within Convolutional Neural Network (CNN), the convolution operations are good at extracting local features but experience difficulty to capture global representations. Within visual transformer, the cascaded self-attention modules can capture long-distance feature dependencies but unfortunately deteriorate local feature details. In this paper, we propose a hybrid network structure, termed Conformer, to take advantage of convolutional operations and self-attention mechanisms for enhanced representation learning. Conformer roots in the Feature Coupling Unit (FCU), which fuses local features and global representations under different resolutions in an interactive fashion. Conformer adopts a concurrent structure so that local features and global representations are retained to the maximum extent. Experiments show that Conformer, under the comparable parameter complexity, outperforms the visual transformer (DeiT-B) by 2.3% on ImageNet. On MSCOCO, it outperforms ResNet-101 by 3.7% and 3.6% mAPs for object detection and instance segmentation, respectively, demonstrating the great potential to be a general backbone network.
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Patches Are All You Need? [https://arxiv.org/abs/2201.09792]






摘要


Although convolutional networks have been the dominant architecture for vision tasks for many years, recent experiments have shown that Transformer-based models, most notably the Vision Transformer (ViT), may exceed their performance in some settings. However, due to the quadratic runtime of the self-attention layers in Transformers, ViTs require the use of patch embeddings, which group together small regions of the image into single input features, in order to be applied to larger image sizes. This raises a question: Is the performance of ViTs due to the inherently-more-powerful Transformer architecture, or is it at least partly due to using patches as the input representation? In this paper, we present some evidence for the latter: specifically, we propose the ConvMixer, an extremely simple model that is similar in spirit to the ViT and the even-more-basic MLP-Mixer in that it operates directly on patches as input, separates the mixing of spatial and channel dimensions, and maintains equal size and resolution throughout the network. In contrast, however, the ConvMixer uses only standard convolutions to achieve the mixing steps. Despite its simplicity, we show that the ConvMixer outperforms the ViT, MLP-Mixer, and some of their variants for similar parameter counts and data set sizes, in addition to outperforming classical vision models such as the ResNet.
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A ConvNet for the 2020s [https://arxiv.org/abs/2201.03545v1]






简介

ConvNeXt is initially described in A ConvNet for the 2020s [https://arxiv.org/abs/2201.03545v1], which is a pure convolutional model (ConvNet), inspired by the design of Vision Transformers. The ConvNeXt has the pyramid structure and achieve competitive  performance on various vision tasks, with simplicity and efficiency.
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Co-designing and Scaling ConvNets with Masked Autoencoders [http://arxiv.org/abs/2301.00808]






摘要

Driven by improved architectures and better representation learning frameworks, the field of visual recognition has enjoyed rapid modernization and performance boost in the early 2020s. For example, modern ConvNets, represented by ConvNeXt, have demonstrated strong performance in various scenarios. While these models were originally designed for supervised learning with ImageNet labels, they can also potentially benefit from self-supervised learning techniques such as masked autoencoders (MAE). However, we found that simply combining these two approaches leads to subpar performance. In this paper, we propose a fully convolutional masked autoencoder framework and a new Global Response Normalization (GRN) layer that can be added to the ConvNeXt architecture to enhance inter-channel feature competition. This co-design of self-supervised learning techniques and architectural improvement results in a new model family called ConvNeXt V2, which significantly improves the performance of pure ConvNets on various recognition benchmarks, including ImageNet classification, COCO detection, and ADE20K segmentation. We also provide pre-trained ConvNeXt V2 models of various sizes, ranging from an efficient 3.7M-parameter Atto model with 76.7% top-1 accuracy on ImageNet, to a 650M Huge model that achieves a state-of-the-art 88.9% accuracy using only public training data.
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CSPNet: A New Backbone that can Enhance Learning Capability of CNN [https://arxiv.org/abs/1911.11929]






摘要


Neural networks have enabled state-of-the-art approaches to achieve incredible results on computer vision tasks such as object detection. However, such success greatly relies on costly computation resources, which hinders people with cheap devices from appreciating the advanced technology. In this paper, we propose Cross Stage Partial Network (CSPNet) to mitigate the problem that previous works require heavy inference computations from the network architecture perspective. We attribute the problem to the duplicate gradient information within network optimization. The proposed networks respect the variability of the gradients by integrating feature maps from the beginning and the end of a network stage, which, in our experiments, reduces computations by 20% with equivalent or even superior accuracy on the ImageNet dataset, and significantly outperforms state-of-the-art approaches in terms of AP50 on the MS COCO object detection dataset. The CSPNet is easy to implement and general enough to cope with architectures based on ResNet, ResNeXt, and DenseNet. Source code is at this https URL.
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Residual Attention: A Simple but Effective Method for Multi-Label Recognition [https://arxiv.org/abs/2108.02456]






摘要

Multi-label image recognition is a challenging computer vision task of practical use. Progresses in this area, however, are often characterized by complicated methods, heavy computations, and lack of intuitive explanations. To effectively capture different spatial regions occupied by objects from different categories, we propose an embarrassingly simple module, named class-specific residual attention (CSRA). CSRA generates class-specific features for every category by proposing a simple spatial attention score, and then combines it with the class-agnostic average pooling feature. 